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RESUMEN GENERAL

PREDICCION DEL PRECIO DE MAIZ EN MEXICO?

El maiz es uno de los productos mas importantes en México, porque es parte
esencial en la dieta de los mexicanos y de importancia econdémica en la
produccién pecuaria y uso industrial. Este producto estd sujeto a factores que
causan volatilidad en sus precios, adicionalmente, los productores se enfrentan
a la falta de informacién debido a que en México no existe una sefial sobre el
comportamiento de los precios futuros de maiz blanco como el Chicago
Mercantile Exchange (CME). En este contexto de alta volatilidad, un pronostico
permitira a productores, comercializadores e industriales del sector protegerse de
variaciones en el precio del maiz. Por ello, en este trabajo se tuvo como objetivo
el construir estimadores de prediccidn. Se modelaron cuatro series de tiempo
correspondientes al precio de maiz en los estados de: México, Michoacéan,
Jalisco y Sinaloa, con base en la metodologia ARIMA, modelos VAR y VEC,
incorporando series de precios de futuros de maiz y precios de maiz en fisico
(FOB). Se evalu6 la capacidad predictiva de los modelos con base en el error
porcentual absoluto medio, la raiz del error cuadréatico medio y la U de Theil. Los
resultados muestran que, la influencia de los precios del mercado internacional,
particularmente los precios de futuros y fisicos (FOB) difiere en cada uno de los
estados analizados. Los modelos multivariados proporcionaron un mejor
predictor del precio en Sinaloa y Michoacan, sin embargo, en el Estado de México
los modelos ARIMA tuvieron un mejor desempefio, por lo que se concluye que
los modelos univariados también son adecuados para predecir.

Palabras clave: maiz, series de tiempo, ARIMA, VAR, VEC, predictor.

1 Tesis de Doctorado en Ciencias, Universidad Auténoma Chapingo
Autor: Maria del Rosario Lopez Garcia.

Director: Dr. Miguel Angel Martinez Damian
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GENERAL ABSTRACT

PREDICTION OF THE PRICE OF CORN IN MEXICO?

Corn is one of the most important products in Mexico, because it is an essential
part of the Mexican diet and of economic importance in livestock production and
industrial use. This product is subject to factors that cause volatility in its prices,
additionally, producers face a lack of information because in Mexico there is no
signal on the behavior of future prices of white corn as the Chicago Mercantile
Exchange (CME). In this context of high volatility, a forecast will allow producers,
marketers and industrialists in the sector to protect themselves from variations in
the price of corn. Therefore, the objective of this work was to construct prediction
estimators. Four time series corresponding to the price of corn were modeled in
the states of: Mexico, Michoacan, Jalisco and Sinaloa, based on the ARIMA
methodology, VAR and VEC models incorporating series of corn futures prices
and physical corn prices (FOB). The predictive capacity of the models was
evaluated based on the absolute mean percentage error, the root mean square
error and Theil's U. The results show that the influence of international market
prices, particularly future and physical prices (FOB) differs in each of the analyzed
states. The multivariate models provided a better price predictor in Sinaloa and
Michoacan, however, in the State of Mexico, the ARIMA models had a better
performance, so it is concluded that the univariate models are also adequate to
predict.

Key words: corn, time series, ARIMA, VAR, VEC, predictor.

2 Tesis de Doctorado en Ciencias, Universidad Auténoma Chapingo
Autor: Maria del Rosario Lopez Garcia.

Director: Dr. Miguel Angel Martinez Damian
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1. INTRODUCCION GENERAL

El maiz grano es el cultivo con el mayor valor econémico generado por su venta
en México; tiene un 89% de participacién nacional en la produccion de granos,

aungue su importancia nacional va mas alla de la esfera productiva (SIAP, 2019).

El maiz, como producto agricola, esta sujeto a factores que causan volatilidad en
sus precios, algunos de estos son: cambios en la oferta y demanda, efectos
negativos del clima en los cultivos, ajustes en la politica econdémica interna y
externa y en general el contexto internacional del mercado de este producto.
Adicionalmente a todos los factores perjudiciales inherentes al proceso
productivo, los productores se enfrentan a la falta de informacién sobre el
comportamiento de los mercados; esto afecta la toma de decisiones, por ello, es
importante proporcionar predicciones y/o estimaciones sobre los precios del maiz
que les permitan a los productores, comercializadores e industriales tomar

acciones para protegerse de variaciones en el precio,

Los productores pueden prever el precio de venta de su producto, y tomar
decisiones anticipadas sobre la siembra, del mismo modo, pueden plantear
escenarios sobre sus posibles ingresos tomando en cuenta el precio
pronosticado durante la época de cosecha y/o fecha de venta de su producto.
Los industriales y empresas que utilizan el maiz en su actividad productiva u otro
producto agropecuario cuyo precio este altamente correlacionado con el precio

del maiz, pueden tener informacion sobre el precio de abasto de su insumo.

Desde el afio 2012, los precios de maiz en el mercado spot y futuros del maiz
amarillo que cotiza en la bolsa de valores de Chicago (Chicago Mercantile
Exchange) han sido tomados como predictores del precio de maiz blanco y
amarillo en México (tomando en cuenta los diferenciales de precios debido a
costos de comercializacién). En México ya existen instrumentos derivados

(contratos de futuros) que ofrece el MEXDER uUnicamente para maiz amarillo.



Cabe resaltar que el maiz blanco no cuenta con dicho instrumento financiero. En
2015, el 85.9% de la produccion nacional de maiz correspondié a maiz blanco,
13.6% a maiz amarillo y el restante 0.5% a otros tipos de maiz (FIRA, 2016), esto
pone en evidencia la importancia de contar con un predictor especifico para este

producto.

En este trabajo de investigacion se realizd un andlisis de los precios del maiz
blanco en México. Se modelaron cuatro series de tiempo correspondientes a los
estados de: México, Michoacan, Jalisco y Sinaloa, usando la metodologia de
modelos autorregresivos de media movil (ARIMA), modelos vectoriales
autorregresivos (VAR) y modelos vectoriales de correcciéon de error (VEC),
incorporando series de precios de futuros de maiz® y precios de maiz en fisico?,
con el objetivo de proporcionar un predictor de los precios del maiz blanco en
México. Se realizaron estimaciones puntuales y se evaluoé la capacidad predictiva
de los modelos con base en los criterios: error porcentual absoluto medio (MAPE,
del inglés Mean Absolute Percentage Error), la raiz del error cuadratico medio
(RECM) y la U de Theil.

En el primer capitulo se exponen los objetivos, justificacion y las hipotesis
probadas en este trabajo. En el segundo capitulo se muestra una revision de las
investigaciones recientes en las que se utilizaron los modelos ARIMA, VAR, VEC,
entre otras. Posteriormente, en el tercer capitulo se describe brevemente el
entorno internacional del maiz con respecto a la produccion y el entorno nacional
con respecto a la produccion, disponibilidad, consumo, la balanza comercial e
instrumentos financieros utilizados por los productores de maiz en México. En el
cuarto capitulo se exponen los conceptos tedricos de los modelos
autorregresivos integrados de media moévil (ARIMA), vectoriales autorregresivos
(VAR) y vectoriales de correccién de error (VEC). En capitulo nimero cinco, se
describen los datos utilizados y la metodologia para la construccién de los

modelos ARIMA, VAR y VEC. En el sexto capitulo se muestran los resultados de

3 Precio de liquidacion mensual promedio del contrato de futuros de maiz mas cercano
4 Precios promedio mensuales de maiz amarillo No. 2, FOB en el Golfo de México



las pruebas estadisticas, asi como, las predicciones realizadas usando los
modelos ajustados comparadas con los valores observados para el periodo de
julio a diciembre de 2018 y los criterios de discriminacion de los modelos.
Finalmente, en el capitulo siete se exponen las conclusiones derivadas de este

trabajo de investigacion

1.1 Justificacién

“Las fluctuaciones de precios son un atributo normal y un requisito necesario para
el funcionamiento competitivo del mercado”, sin embargo, “la volatilidad extrema
de los precios tiene un costo ya que los actores del mercado tendran dificultades
para planificar con anticipacion y adaptarse a las sefales fluctuantes del
mercado” (FAO, 2010), por otra parte, los agricultores basan sus decisiones de
inversion y planificacién en los precios futuros esperados. Dado lo anterior, los
predictores construidos mediante las metodologias propuestas son una
herramienta para conocer el comportamiento del mercado del maiz, mediante la
estimacion de prondsticos a corto plazo y ademas proporcionan informacién

sobre el rumbo del mercado, lo que ayudara en la toma de decisiones.

La volatilidad de los precios de las materias primas agricolas tiene costos para
los paises, tales como pérdidas en la eficiencia econdémica, reduccion de la
seguridad alimentaria, efectos negativos sobre la balanza comercial, problemas
sociales y riesgos elevados especialmente para los pequefios agricultores, pues
se incrementa la incertidumbre sobre sus ingresos esperados (CEPAL et al.,
2011).

Particularmente para los paises de América Latina y el Caribe (LAC) la volatilidad
de precios tiene diferentes connotaciones, dependiendo de la relacién entre la
estructura de sus exportaciones e importaciones y el comportamiento de los

precios de los productos que exporta o importa (CEPAL et al., 2011).



1.2 Objetivos

Objetivo General
e Construir estimadores de prediccion para el precio de maiz blanco en

México en los estados: México, Michoacan, Jalisco y Sinaloa.

Objetivos particulares
e Comparar los predictores univariados ARIMA y los multivariados VAR y
VEC con base en los criterios de discriminacion establecidos.
e Presentar evidencia empirica de la relacion entre el precio de futuros de

maiz, el precio de maiz en fisico (FOB) y los precios nacionales.

1.3 Hipbtesis

e Los modelos multivariados VAR y VEC proporcionan predictores con
menores: U de Theil, raiz del error cuadratico medio y error porcentual
absoluto medio, comparados con los modelos univariados ARIMA, debido
a que incorporan informacion del mercado internacional.

e Existe influencia de los precios del maiz en el mercado Internacional sobre

el mercado interno en México.



2. REVISION DE LITERATURA

Los modelos autorregresivos integrados de promedios méviles (ARIMA) han sido
aplicados para pronosticar variables por ejemplo en: Delgadillo et al. (2016),
Contreras et al. (2016) , Barreras et al. (2013), Sdnchez et al. (2013) y Marroquin
y Tovar (2010); otros estudios se enfocan en analizar y modelar variables, por
ejemplo: Contreras et al. (2003), Botero y Cano (2008), Gil y Maya (2008) y
Morana (2001), entre otros.

Disponer de prondsticos de variables econdmicas particularmente en el sector
agropecuario resulta atil a los productores, comercializadores e inversionistas
financieros con el fin de tomar decisiones de forma anticipada al mercado; la
aplicacion de técnicas de modelacion de series de tiempo para obtener
predicciones ha sido de interés en Delgadillo et al. (2016) quienes compararon
modelos de series de tiempo ARIMA para pronosticar el rendimiento de granos
basicos: maiz, frijol, trigo y arroz en México, con el objetivo de predecir dicha

variable en el corto plazo.

Contreras et al. (2016) hicieron uso de modelos de promedio mévil simple,
promedio movil ponderado, suavizacion exponencial y suavizacién exponencial
ajustada para pronosticar la demanda de almacenamiento en productos
perecederos, el volumen de ingreso y egreso de los productos en una camara
frigorifica, para prever los requerimientos de instalaciones, personal y materiales
necesarios. Determinaron que la técnica de promedios maviles ponderados tuvo

mejores resultados.

En el mismo sentido de construcciéon de modelos univariados Barreras et al.
(2013) mostraron que mediante los modelos Autorregresivos de Media Movil
(ARMA) es posible construir predictores de la produccién porcicola en Baja
California, México. En su estudio aplicaron la metodologia de Box-Jenkins para
ajustar modelos ARMA (12,12) y AR(12) a datos mensuales de produccion de

carne de cerdo.



Otro ejemplo de prediccién de variables en el sector agropecuario se hizo en
Sanchez et al. (2013) quienes plantearon un modelo ARIMA para prondsticar el
comportamiento de la produccion de leche de bovino en el estado de Baja
California y concluyeron que un modelo ARMA (1,1) proporciona prondésticos

adecuados a corto plazo.

Del mismo modo, Marroquin y Tovar (2010) ajustaron un modelo ARIMA (23,0,1)
a una serie de precios nominales de venta al mayoreo de jitomate “bola” en
México, usando la metodologia Box-Jenkins y posteriormente construyeron
predicciones del comportamiento del precio del jitomate en los siguientes 12

meses.

Los modelos ARIMA han sido aplicados en el analisis y modelacién de variables
que pertencen al sector energético; (Gil y Maya, 2008) emplearon un
procedimiento para modelar el precio de la energia eléctrica en el mercado de
contado y de derivados sobre este subyacente en Colombia, usando un modelo
de volatiidad condicional autorregresivo generalizado GARCH (p,q).
Particularmente el estudio de estos autores se enfocé en la modelacion de los
precios de energia eléctrica y la modelacion de la media y la varianza de los
precios de ésta. Explican que, en el caso de los precios de la energia eléctrica,
las series de variaciones logaritmicas de precios se caracterizan por presentar
exceso de curtosis, conglomerados de volatilidad y convergencia o reversion a la
media y concluyeron que el mejor ajuste para la volatilidad del precio de energia
eléctrica se logra con un modelo exponencial generalizado autorregresivo,
condicionalmente heterocedastico (EGARCH) (1,1) asumiendo una distribucion

generalizada del error (GED).

Por otra parte, Botero y Cano (2008) hicieron un andlisis de series de tiempo para
la prediccion de los precios de la energia en la bolsa de Colombia usando
modelos autorregresivos y modelos estacionales. Asi mismo, Contreras et al.
(2003) analizaron los mercados de energia eléctrica de Espafia peninsular y
California y propusieron dos modelos ARIMA para la prediccion de precios. Sus



resultados mostraron que las predicciones de precios obtenidas para los
mercados de energia eléctrica, espafol y californiano son lo suficientemente
precisas para ser utilizadas por productores y consumidores para preparar sus
estrategias de licitacion correspondientes.

Una aplicacion de la metodologia semiparamétrica basada en aproximaciones
Bootstrap se mostré en Morana (2001) donde se aplicaron modelos GARCH para
modelar el precio del petréleo a corto plazo. En su analisis se explica que el nivel
del precio del petréleo no muestra una tendencia global, por el contrario, muestra
una tendencia local estocastica, y la tasa absoluta de variacion del precio del
petréleo presenta periodos alternos de alta volatilidad, seguida de periodos de
relativa tranquilidad, las cuales, son caracteristicas comunes en la especulacion
de precios de los activos. Con base en sus resultados sugiri6 modelar el precio
del petréleo en términos de un proceso de martingala® por considerarlo mas

apropiado que usar un modelo de paseo aleatorio.

Los modelos VAR (Vectoriales Autorregresivos) y VEC (Vectoriales de
Correccion de Errores) son metodologias para predecir y modelar el
comportamiento de series temporales, éstos pueden ofrecer ventajas sobre los
modelos Box-Jenkins (modelos univariados) ya que los modelos VAR permiten
gue la variable dependa de sus propios rezagos y los rezagos de otras variables
que influyen sobre el comportamiento de las variables de interés®. Estudios
relacionados con la modelacién de los precios del maiz en México aplicando
estas metodologias se muestran en Zavaleta (2019), Araujo (2011), Godinez
(2006) y Lederman (2004).

Zavaleta (2019) analizo la dinamica estocastica de las variaciones porcentuales
del precio del maiz, mediante una estructura Autorregresiva y de Promedios

Méviles (ARMA) y mediante un Vector Autorregresivo (VAR), para modelar

5 Una aplicacién de la hipétesis de martingala puede encontrarse en De la Uz (2002)

6 Las variables que influyen sobre la variable de interés especificadas en un modelo VAR son
determinadas con base en evidencia empirica o teoria relacionada con el fendmeno objeto de
estudio.



posteriormente la volatilidad a través de estructuras GARCH (Generalized
Autoregressive Conditionally Heteroscedasticity), esto con la finalidad de medir
el impacto en la volatilidad de los precios, que ha tenido la introduccién de
“futuros” de maiz amarillo en el mercado de derivados y afirma que la volatilidad
del precio fisico del maiz amarillo disminuyd posterior a la introduccion del

contrato futuro.

En su investigacion Araujo (2011) utiliz6 modelos de correccion de errores para
analizar la transmision de precios entre los mercados de maiz mexicanos y el
mercado estadounidense; por otra parte, Godinez (2006) uso modelos VAR para
probar la inexistente causalidad y liderazgo del precio futuro sobre los precios

fisicos de maiz blanco en México.

Se han propuesto modelos univariados y multivariados con fines comparativos
en Zavaleta (2019) y Arias y Torres (2004) quienes propusieron modelos VAR y
VEC para el prondstico de las importaciones de Costa Rica, como una alternativa
a los modelos ARIMA usados previamente por el Banco Central de Costa Rica
(BCCR), y determinaron que, en su estudio, los VEC tuvieron un mejor
desempefio para pronosticar a corto plazo en comparacion con los modelos
ARIMA y los VAR.

Otras variables macroeconémicas son estudiadas en Moran (2014) donde se
construyeron modelos VAR usando las variables: nivel de precios, inflacion,
salario nominal, oferta monetaria, gasto publico y tipo de cambio real;
posteriormente realizaron una estimacién y proyeccion de la evolucién futura de

dichas variables.

Investigaciones similares se centran en evidenciar relaciones entre variables, tal
es el caso de Galindo y Cardero (1997) mediante la construccion de modelos
VAR a patrtir de las variables: precios, un agregado monetario, el ingreso y la tasa
de interés nominal en México. Andlogamente, Rodriguez (2002) model6 el
comportamiento de la economia de Puerto Rico haciendo uso de modelos VAR

y vectores de cointegracion. El estudio se centro en la relacién de equilibrio a
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largo plazo de la tasa de interés, el indice de precios, la produccion real y la oferta

monetaria de Estados Unidos.

Rodriguez et al. (2019) analiz6 el efecto de la tasa representativa de mercado
(TRM) e indice de tasa de cambio real (TCR) en el indice de Precios al
Consumidor para Colombia (IPC) mediante un modelo VEC. Estos modelos han
sido usados para realizar analisis de series de tiempo multivariados, en los que
destaca el hecho de que las variables presentan cointegracion, es decir, una
relacion de equilibrio en el largo plazo.

Otras aplicaciones de la metodologia de modelos VEC se desarrollaron en
Gutiérrez y Vasquez (2008) en un andlisis de cointegracién con base en las
metodologias de Johansen (1988) y Litkepohl (2005) para medir la sensibilidad
del riesgo de crédito ante cambios en la actividad econémica, la tasa de
desempleo y la tasa de interés. En Castillo (2017) se establecié una relacién de
largo plazo entre las importaciones, exportaciones y los titulos de deuda publica

sobre el riesgo pais de Colombia, mediante la estimacién de un modelo VEC.

Una herramienta importante proporcionada por los modelos VAR y VEC es el
analisis de las funciones impulso respuesta (FIR) que indica la respuesta
dindmica de la variable dependiente en el modelo VAR ante choques en los
términos de error o innovaciones de todas las variables endodgenas,
prescindiendo de los efectos de las variables que explicitamente se establecen
como exdgenas. Najera (2019) presentd un analisis sobre el comportamiento de
seis criptomonedas usando modelos VAR y VEC, funciones de impulso
respuesta, prueba de cointegracion de Johansen y causalidad de Granger, y
establecio la existencia de una interrelacion a corto plazo entre comportamiento

de las criptomonedas.

Se han hecho comparaciones del desempeiio de modelos multivariados en
Lanteri (2010) mediante la realizacion de prondsticos de las exportaciones de
Argentina con base en modelos VAR sin restricciones, VAR Bayesianos (BVAR
y BVAR-Kalman), modelos FAVAR (Factor aumentado VAR), resultando estos

9



altimos con mejor desempefio en la prediccion comparados con los modelos VAR
sin restricciones. Por su parte, Guerrero (2007) propuso modelos VAR, VEC y
BVAR para verificar la viabilidad de las metas establecidas por el gobierno
mexicano para algunas variables de importancia macroecondmica y concluyo
gue los modelos Bayesianos proporcionaron mejores pronosticos, sin embargo,
advirtié que no se debe generalizar el uso de un modelo BVAR para la obtencién
de prondsticos de cualquier variable macroeconémica, por el contrario, cada

modelo es util para pronosticar las variables que inicialmente se estudian.

Otras metodologias utilizadas para prediccién de series de tiempo son las redes
neuronales artificiales Kaastra y Boyd (1996), Mercado et al. (2015), y Velasquez
y Franco (2010) quienes hicieron uso de redes neuronales con arquitectura
dinamica. De acuerdo con su investigacion los modelos de redes neurales
pronosticaron el precio de contratos de electricidad en Colombia para el siguiente

mes con una mayor precision comparados con la metodologia ARIMA clasica.
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3. SITUACION ACTUAL DEL MAIz

El maiz es uno de los productos agricolas mas importantes a nivel mundial debido

a su uso para consumo humano, produccion pecuaria, y en industrias como la

farmacéutica, bioenergética, cosmética entre otras. Ademas, el cultivo de este

producto genera fuentes de empleo en México y en el mundo. En este capitulo

se describe brevemente el panorama general de la produccion a nivel

internacional, asi como la produccion, disponibilidad, precios y balanza comercial

a nivel nacional.

3.1 Entorno Internacional

De acuerdo con FIRA (2016) entre los ciclos comerciales 2006 a 2016, la

produccion de maiz en el mundo mostré un crecimiento promedio anual de 3.3%,

teniendo en el ciclo 2016-2017 una produccién de 959.1 millones de toneladas,

siendo los principales productores: Estados Unidos, con el 37%, China, 21% y

Brasil, con una participacion cercana a 8% del total (Figura 1).
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Figura 1. Produccién mundial de maiz (Millones de toneladas)
Fuente: FIRA (2016). *Dato estimado
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México es el 7° productor mundial de maiz con 27,169,400 toneladas y aporta
2.4% al volumen internacional de maiz. Se estima que el consumo mundial de

maiz crecera a una tasa promedio anual de 1.2% entre 2016 y 2025 (FIRA, 2016).

3.2 Entorno Nacional

El maiz es el cultivo mas representativo de México debido a su importancia
econdmica, social y cultural. Las condiciones climaticas permiten que gran parte
del territorio nacional sea propicio para la produccion de maiz grano (SAGARPA,
2017). En las ultimas décadas la produccion de maiz en México ha tenido una

tendencia creciente superando los 27 millones de toneladas en 2018 (Figura 2).
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Figura 2. Produccion de maiz en México (Miles de toneladas)
FUENTE: Elaboracién propia con datos de FAOSTAT

En 2017 y 2018 los estados con mayor participacion en el total de la produccién
nacional de maiz en México fueron los estados de Sinaloa, Jalisco, Michoacan y
Estado de México con una participaciéon equivalente a 49% de la produccion total
(Figura 3).
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Los estados con el mayor porcentaje del valor ($) de la produccion son: Sinaloa
21.4%, lider nacional en el cultivo, lo cual se sustenta en los niveles de
productividad que tiene en la cosecha del maiz blanco, en segundo lugar, Jalisco
14.4% el cual deriva de la extensa superficie que destina para el cultivo y
Michoacan 7.4%, (SIAP, 2019).
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Sinaloa Jalisco Michoacan México |Guanajuato Chihuahua | Guerrero Veracruz Chiapas Puebla
Volumen (toneladas) = 5.818.056 @ 3.847.214 | 1.993.742 | 1.922.977 | 1.696.776 @ 1.479.238 @ 1.271.851 | 1.234.572 | 1.147.899 | 1.000.391
% de participacion 21% 14% 7% 7% 6% 5% 5% 5% 4% 4%

Figura 3. Principales entidades productoras de maiz en México (2017-2018)
Fuente: Elaboracion propia con datos de SIAP

En 2015, el 85.9% de la produccion nacional correspondié a maiz blanco, 13.6%
a maiz amarillo y el restante 0.5% a otros tipos de maiz. Cabe destacar que la
proporcion de maiz amarillo increment6 pasando de 6.9% en 2005 a 13.6% en
2015 (FIRA, 2016).

En México la produccion de maiz blanco durante 2013 a 2017 super6 los 20
millones de toneladas, por otra parte, la produccion de maiz amarillo fue

alrededor de 3 millones de toneladas.
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Figura 4. Produccién de maiz blanco y amarillo por ciclo comercial en México

Fuente: Elaboracién propia con datos de FIRA (2016)

La mayor disponibilidad del grano se da en dos periodos, noviembre-enero y

mayo-junio.

La estacionalidad de la produccion del maiz esté relacionada con los periodos de
cosechas. El 71.5% de la produccién nacional se obtiene entre octubre y febrero
(P-V) y el 22.7% entre mayo y julio (O-l). Las tres principales entidades
productoras cosechan mas del 90% de su produccion en las siguientes fechas:
Sinaloa entre mayo Yy julio; Jalisco, entre noviembre y febrero; y Estado de

México, entre noviembre y enero (FIRA, 2016).
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Figura 5. Porcentaje de la produccion mensual de maiz a nivel nacional

Fuente: Elaboracion propia con datos de FIRA (2016).
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El precio al productor promedio anual de maiz en México ha mantenido una
tendencia creciente en los ultimos afios (Figura 6), mostrando un comportamiento
estable en periodos cortos (5 afios aproximadamente), sin embargo, mostré un
comportamiento variable a partir del afio 2010, manteniendo un precio promedio
al productor entre 3000 y 4000 pesos por tonelada. Cabe recordar que el precio
a nivel nacional esta sujeto a las condiciones de oferta y demanda, asi como las

condiciones del mercado y las perspectivas a nivel internacional.

De acuerdo con FIRA (2015), el precio al productor de maiz se incrementd en
2011 y 2012 debido a la poca disponibilidad del grano en el mercado nacional
ante la sequia y condiciones de estiaje que prevalecientes en casi todo el pais. A
partir del 2013 el precio al productor presenta una tendencia a la baja ante

periodos de produccion mas favorables.
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Figura 6. Precio de maiz promedio anual al productor en México ($/Ton)
Fuente: Elaboracion propia con datos de FAOSTAT

De acuerdo con estimaciones de SAGARPA se tuvo un incremento de 5.8% con
respecto a 2014 en el nivel de consumo nacional situdndose en 35.6 millones de
toneladas durante 2015. El 64% del consumo total de maiz correspondié a maiz

blanco, y el 36% restante a maiz amarillo (FIRA, 2015).
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El consumo promedio per capita anual en México es de 196.4 kg de maiz blanco,
(SAGARPA, 2017). EI 90% del total de maiz procedente del exterior es amarillo
y fue utilizado en actividades ganaderas y agroindustriales. Los principales socios
comerciales de México en la adquisicion de este grano son Estados Unidos,
Brasil y Argentina (SIAP, 2019).

Las importaciones de maiz mostraron una tendencia creciente en volumen y valor
($) de la producciéon. Durante 2015 se importé el volumen de maiz méas alto
registrado hasta 2015, mas de 12 millones de toneladas. Estados unidos ha sido
el principal proveedor de maiz grano en los ultimos afios, por lo tanto, la balanza
comercial de maiz de México fue deficitaria en el periodo de 2005 a 2015,
presentando un saldo negativo superior a 10 y 12 millones de toneladas, en 2014
y 2015 respectivamente.
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Figura 7. Balanza comercial de maiz en México (Millones de toneladas)

Fuente: FIRA (2016)
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Del mismo modo, el volumen de importaciones ha tenido una tendencia creciente
en los ultimos afos superando los dos mil novecientos millones de dolares en
2018.
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Figura 8. Evolucion del comercio exterior de maiz en México

Fuente: Elaboracion propia con datos de SIAP (2019).

3.3 Instrumentos financieros en el mercado de maiz

Un contrato de futuros es un acuerdo para comprar o vender un activo en una
fecha especifica en el futuro a un precio determinado (Hull, 2009). En otras
palabras, un futuro permite a los inversionistas conocer con certeza el precio al
cual podran adquirir o vender un bien o activo subyacente en una fecha posterior
(BMV, 2018) .

En 2012 se introdujo el futuro de maiz en el mercado de derivados en México, en
la Bolsa Mexicana de Valores (BMV). Este instrumento tiene las siguientes
ventajas: cada contrato es de 25 toneladas, tiene fecha de vencimiento y calidad
(amarillo nimero 2) especificos que permiten la gestion de riesgos de precios,
teniendo como contraparte el mercado de derivados (MexDer). El precio de este
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instrumento esta denominado en pesos (BMV, 2012). Las posiciones de compra
o venta se hacen ante el MexDer’ y es esta entidad quien realiza las

compensaciones a través de su camara de compensacion (ASIGNA)S.

El contrato de maiz amarillo no. 2 FOB (free on board) puesto en el Golfo que
cotiza en la bolsa de valores de Chicago (CME) ha sido tomado como referente
del precio internacional del maiz (FIRA, 2016), sin embargo, si se desea
comparar los precios en el mercado mexicano, para la toma de decisiones,

adicionalmente deben considerarse los costos de transporte.

Desde 1993 el gobierno federal mexicano, a través del programa Apoyos Yy
Servicios a la Comercializacion Agropecuaria (ASERCA), ha promovido
la adquisicion de coberturas anticipadas que permiten a los productores
garantizar los precios de sus cosechas. Mediante este programa gubernamental
se permite a los usuarios el acceso a lineas de financiamiento garantizado por la
Banca de Desarrollo, con la cual los productores pueden adquirir “futuros” y
“opciones” de la Bolsa de Chicago de los Estados Unidos con la finalidad de cubrir
el riesgo de movimientos adversos de los precios fisicos y al mayoreo de maiz

blanco a través de la adquisicion de futuros de maiz amarillo.

7 Mercado Mexicano de Derivados, S.A. de C.V. se encarga de proveer las instalaciones y
demas servicios para que se coticen y negocien contratos de derivados.

8 ASIGNA, es un Fideicomiso de administracion y pago constituido en 1998 con el objeto de
compensar y liquidar las operaciones de productos derivados realizadas en MexDer (grupo BMV).
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4. MARCO TEORICO

Existen diferentes metodologias para el analisis de series temporales, sin
embargo, esta investigacion se enfoco en el uso de modelos Autorregresivos
Integrados de Promedio Mévil (ARIMA), Vectoriales Autorregresivos (VAR) y
Vectoriales de Correccion de Error (VEC) para la generacion de prondsticos. En

este capitulo se expone brevemente los conceptos teéricos de estos modelos.

4.1 Series de tiempo

Un proceso estocastico es una secuencia de variables aleatorias {Y;:t =
0,+1,+2,+3,...} ordenadas y equidistantes cronolégicamente. Donde Y; es una
variable aleatoria escalar referida a la unidad observable considerada en el
momento t. Se sabe que la estructura probabilistica completa de dicho proceso
estd determinada por el conjunto de distribuciones de todas las colecciones
finitas de las Y. Gran parte de la informacién en estas distribuciones conjuntas se

puede describir en términos de su primer y segundo momento (Cryer y Sik, 2008).

Una serie de tiempo se refiere a las observaciones de una variable que ocurren
en una secuencia de tiempo. Se usa el simbolo Y; para el valor numérico de una
observacion; el subindicet indica el periodo de tiempo en que ocurre la
observacion, por lo tanto, una secuencia de n observaciones puede

representarse de esta manera: Y, Y5, ..., ¥, (Pankratz, 1983).
Sea el proceso estocastico:

Y L Y0, Y Y Y Y
Y la serie temporal:

Y, Y,...,Y,
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4.2 Proceso estacionario

Un proceso {Y;} es estrictamente estacionario si la distribucion conjunta de
Ye Yt,,..., Y, €s igual a la distribucion conjunta de Y, _, Y, x,..., Y, _x para
cualquier punto en el tiempo t;,t,,...,t, y para cualquier rezago k. Por lo tanto,
sin =1 la distribucién univariada de {Y;} es igual a la distribucién de Y;_, para
todo t y k, es decir, las Y’s (distribuciones marginales) estaran idénticamente

distribuidas, ademas:

E(Y,) = E(Yer) Y Var(Yy) = Var(Y,4x), para todo t y k, es decir, la media y la

varianza son constantes a través del tiempo.

Un proceso estocastico es estacionario si el valor de la covarianza entre dos
periodos depende sélo de la distancia o rezago entre estos dos periodos, y no

del tiempo en el cual se calculé la covarianza (Gujarati y Porter, 2010).

El supuesto de estacionariedad es el mas importante para hacer inferencia
estadistica sobre la estructura de un proceso estocastico. La idea basica de
estacionariedad es que las leyes de probabilidad que gobiernan el

comportamiento del proceso no cambian con el tiempo (Cryer y Sik, 2008).

4.3 Ruido blanco

Un ejemplo de un proceso estacionario es el denominado “ruido blanco” definido
como una secuencia de variables aleatorias idéntica e independientemente
distribuidas {¢} para t = 1,2,...n , con media 0 y varianza ¢? lo cual suele
representarse como {&,} ~niid(0, o). Esto implica que todas las variables tienen
la misma varianza a2 y corr(g;, g) =0parai =+ j. Cuando cada ¢ sigue una
distribucion Normal, {¢;} se denomina un proceso de ruido blanco normal o

gaussiano.
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4.4 Modelos AR (p)

Un proceso estocéstico univariante estacionario (Y;) sigue un modelo

autorregresivo de orden p de la forma:

Ve = P1Yi-1+ D2Ye2t. . PpYep + &

Un modelo autorregresivo de orden (1), AR(1) sigue el siguiente modelo:

Ve = $1YVe1+ &
donde ¢, es un parametro, ¢, < 1 (condicibn de estacionariedad), (g;) ~
1ID(0, o2).

4.5 Modelos MA (q)

Un modelo de media moévil de orden g se puede representar como:

Yt = St + ngt—l + 92£t—2+' . +9q€t_q

Del mismo modo, un proceso estocastico univariante estacionario (Y; ) sigue un

modelo MA(1) (media mévil de orden 1) cuando:
Vi =&+ 0161

donde 6, es un parametro, 8; < 1 (condicién de invertibilidad), y (s;) ~ iid(0, o2).

4.6 Modelos ARMA

Los modelos formados por una parte autorregresiva y una de promedio movil

forman el siguiente modelo general ARMA (p, q):
Ve =P1YVec1 F PoYe o+ o+ PpYVep+ & + 016+ 06 5+ + 0464
Un modelo ARMA (1,1) tiene la siguiente forma:

Yi = ¢1ye-1+ & —0&4
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4.7 Procesos no estacionarios

Un proceso estocastico (Y;) es no estacionario cuando las propiedades

estadisticas® de al menos una secuencia finita Y. ,Y,,....Y,, (n>=1) de
componentes de (Y;), son diferentes de las de la secuencia Y; 45, Yt, 40+ 5 Ye, 4

para al menos un numero entero h > 0 (Alberto, 2007).
Yt = Yt—l + gt, donde (gt) ~ IId(O, 0-2).

Un modelo no estacionario Y; = ¢Y;_; + &, donde ¢ = 1 puede convertirse a

estacionario si VY; = g, donde VY; = Y; —Y;_,, es la primera diferencia de Y;

La diferencia de cualquier serie temporal estacionaria también es estacionaria.
Sin embargo, la sobrediferenciacion introduce correlaciones innecesarias en una
serie, dificulta el proceso de modelado y requiere la estimacion parametros

innecesariamente introducidos (Cryer y Sik, 2008).

Pueden aplicarse trasformaciones para obtener series estacionarias como son:
diferenciacion simple o estacional para eliminar la tendencia o inducir
estacionariedad en media. Asimismo, se puede realizar una transformacién de

box-Cox o logaritmo natural para inducir estacionariedad en varianza.

Un ejemplo de un proceso no estacionario es el modelo de caminata aleatoria,
donde el valor de y; es igual a su valor en el periodo anterior mas un error
aleatorio. La caminata aleatoria recuerda los choques por siempre; es decir, tiene
memoria infinita. La suma )}, &; se conoce también como tendencia estocastica
(Guijarati y Porter, 2010).

Por lo tanto, una caminata aleatoria puede representarse como: y; = y;_; + &

Donde ¢; se comporta como ruido blanco.

9 Un proceso aleatorio estacionario en sentido amplio o débil Unicamente requiere que el primer
y segundo momento no varie con respecto al tiempo.
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4.8 Modelos ARIMA

Los modelos ARIMA (Autorregresive Integrate Moving Average) fueron
popularizados por George Box y Gwilym Jenkins (1976 y Reinsell (1994) como

procedimientos para entender y utilizar series de tiempo univariadas

Una serie de tiempo {Y;} sigue un proceso integrado autorregresivo de promedio
movil si la d-ésima diferencia w, = VY, es un proceso estacionario ARMA (p, q),
es decir, si {w,} sigue un proceso ARMA (p,q), entonces {Y;} es un proceso

ARIMA (p,d, q) y puede representarse como sigue:

Yi = b1Ve1+ GoVio o+ PpYep + & + 0161+ O 5+ -+ 046,

Si se obtiene la primera diferencia, d = 1, se obtiene:

Yi = Y1 = P1(Ve1 — Ve2) + 02(Ve—2 = Ve3) + -+ Op(Vep — Vi—p-1) + &
+ 0151:—1 + 92€t_2 + + Hqgt—q

Wt = ¢1Wt—1 + ¢2Wt—2 + + ¢th_p + Et + ngt—l + 0261‘—2 + + qut—q

Si es necesario diferenciar una serie de tiempo d veces para hacerla estacionaria
se dice que la serie de tiempo original es ARIMA (p,d, q), donde p denota el
namero de términos autorregresivos y g el nimero de términos de promedios
moviles (Cryer y Sik, 2008).

La metodologia Box-Jenkins considera cuatro pasos para ajustar un modelo de

series de tiempo.

En primer lugar, se debe identificar si la serie de tiempo analizada tiene raiz
unitaria en cuyo caso debe realizarse un proceso de transformacion para volverla
estacionaria. Y posteriormente se deben identificar los valores p, d y q. La funcién
de autocorrelacion (ACF) y la funcion de autocorrelacion parcial (PACF) son una

herramienta Gtil para la identificacion de estos valores (Box et al., 2016).
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Posterior a la especificacion de los valores de p, d y q, se deben estimar los
parametros de los términos autorregresivos y de promedios moviles incluidos en
el modelo (pueden estimarse mediante el método de minimos cuadrados
ordinarios o maxima verosimilitud). Para discriminar entre diferentes modelos
propuestos se puede hacer uso de los criterios AIC, BIC, etc., (tomando el modelo

con el minimo valor en cada uno de estos estadisticos).

Como tercer paso se realiza un examen de diagndstico para corroborar que los
residuales estimados a partir del modelo propuesto son de ruido blanco, en cuyo
caso se acepta el modelo. Finalmente, se pone a prueba el modelo para obtener

predicciones.
4.9 Funciones de autocorrelacion y autocorrelacion parcial

Las funciones de autocorrelacion (ACF) y autocorrelacion parcial (PACF)
permiten identificar si la serie constituye un proceso estacionario y ayudan a

identificar el modelo ARIMA que se ajusta al conjunto de datos observado.

La auto covarianza de orden k, (k > 0) de un proceso Y; estacionario se define

como:
Vi = cov [V, Yiix] O bien, y, = cov [Y;_k, Y¢] para (k = 0)

Es la covarianza entre cualquier par de componentes de (Y;) separados entre si

por un intervalo temporal o retardo k > 0. Parak = 0, yy = cov [V, Y;] = Var(Y,).

Para un proceso estacionario la autocorrelacion simple de orden k, (k > 0) se

define como:

_cov [Yy, Vg ]

Yk
= =—,(k=12,...); pp=1
pk VaT'(Yt)l/z ,VO ( ) pO

Bajo ciertas condiciones p,~nii(0,1/n). A partir de la secuencia de valores de k

(vi:k = 1,2,..) se genera la funcidon de autocorrelacion muestral (ACF) de la

24



serie temporal Y;,Y,,Y;,...,Y,. La ACF de una serie se muestra mediante un

gréafico llamado correlograma.

En lugar de probar la significancia estadistica de cualquier coeficiente de
autocorrelacion individual, podemos utilizar el estadistico Q desarrollado por Box
y Pierce para probar la hipotesis conjunta de que todos los p, hasta ciertos

rezagos son simultdneamente iguales a cero.

m
_ ~2
Qpp = nz Pk
k=1

donde n es el tamafo de la muestra y m = longitud del rezago. Una variante del

estadistico Q de Box-Pierce es el estadistico Ljung-Box:

P
n—=k

Qg =n(n+2) z ~x*(m)
k=1

BajO HO =P1,P2,P3s - Pk = 0

Las autocorrelaciones parciales (PACF) se utilizan para medir el grado de
asociacion entre Y; e Y,_, cuando los efectos de otros rezagos en el tiempo

1,2,3,...,k— 1, son eliminados.

El coeficiente de autocorrelacion parcial de orden k se denota por a;, y se puede

calcular haciendo la siguiente regresion:

Ve = Bo + P1Yi-1 + P1Yi—2t. .. +PrYVi—k

La autocorrelacion parcial, ay, es el coeficiente estimado S, de esta regresion
multiple. Usualmente la funcién de autocorrelaciéon parcial o PACF se muestra

mediante un gréfico.

Al igual que con el ACF, las autocorrelaciones parciales deberian ser todas
cercanas a cero para una serie de ruido blanco. Quenouille (1949) demostré que

si la serie temporal es ruido blanco, las autocorrelaciones parciales estimadas
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son aproximadamente independientes, con una distribucién normal y un error

estandar j—ﬁ .Por lo tanto, los mismos valores criticos de +1.96/+/n pueden usarse

con la PACF para evaluar si los datos son ruido blanco (Makridakis y
Wheelwright, 1997).

4.10 Raices unitarias

Una forma de comprobar la presencia de raiz unitaria en una serie es mediante
un andlisis grafico (si el gréafico de los datos presenta tendencia puede ser un
indicio de que la media y/o varianza no son constantes), la prueba del
correlograma (para un proceso puramente de ruido blanco, las autocorrelaciones
en distintos rezagos se ubican alrededor del cero) o alguna de las siguientes
pruebas: prueba Dickey Fuller Aumentada (DFA) y Phillips Perron (PP).

4.10.1 Prueba Dickey Fuller
SeaY; el proceso estocéastico autorregresivo de orden 1:
Yo =pYr1 + &
-1<p<1
Donde ¢; es un término de error de ruido blanco

si p = 1, el proceso de raiz unitaria se convierte en un modelo de caminata

aleatoria, el cual es un proceso estocastico no estacionario.

No se puede probar la hipotesis de que p = 1 por medio de la prueba t
acostumbrada, ya que esa prueba tiene un sesgo muy marcado en el caso de
una raiz unitaria (Gujarati y Porter, 2010). Por lo tanto, se reescribe la ecuacién
anterior como:
Yo =Ye1 =pYr =Yg + &
= - DY +&
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Usando el operador de primeras diferencias:
AYt = 6Yt_1 + gt
Donde: § = (p— 1) y A es el operador de primeras diferencias

Se prueba la hipétesis (nula) de que § = 0, y la hipétesis alternativa es que § <
0.Si§ = 0,entonces § = 1, es decir, se tiene una raiz unitaria, lo cual significa

gue la serie de tiempo en consideracion es no estacionaria.

Dickey y Fuller (1976) mostraron que dada la hipotesis nula: § = 0 el valor
estimado t del coeficiente de Y;_, sigue el estadistico t (taw), por lo tanto, puede
probarse, comparando el estadistico tau con los valores criticos en tablas de este

estadistico o prueba tau.

Los valores criticos de estas tablas corresponden a tres posibles formas de

estimacion conforme a tres hipotesis nulas:

Modelo sin constante: AY; = 6Y;_; + &

Modelo con constante: AY; = p+ 6Y;_; + &

Modelo con constante y tendencia: AY; = p+ 6Y;_; + Bt + &

La prueba DFA consiste en tomar las primeras diferencias de Y; y hacer la
regresion sobre Y;_,, con la finalidad de saber si el coeficiente estimado de la

pendiente en esta regresion § es cero, en cuyo caso se concluye que Y, es no

estacionaria; si es negativa, se infiere que Y; es estacionaria.

La prueba (DFA) puede aplicarse siguiendo el siguiente modelo

n
Ay, = p1 + Bot + 6y + Z aAye_; + &
i=1

Donde: ¢; es un término de error puro de ruido blanco
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4.10.2 Prueba de Phillips-Perron (PP)

La prueba de Dickey Fuller (DF) contempla el supuesto de que los términos de
error g, estan idéntica e independientemente distribuidos. La prueba de Dickey
Fuller Aumentada (DFA) ajusta la prueba DF y considera una posible correlaciéon
serial en los términos de error. Phillips y Perron utilizan estadistica no
paramétrical® para evitar la correlacién serial en los términos de error (Gujarati y
Porter, 2010).

4.11 Modelos vectoriales autorregresivos (VAR)

El modelo VAR desarrollado por Sims (1980 y 1986) se fundamentan en una
estructura vectorial que supone una interdependencia entre las variables del
modelo y sus rezagos ((Sims, 1980), citado por (Moran, 2014), de esta forma, un
modelo VAR(p) es un sistema en el que todas las variables son consideradas
enddgenas y cada una es expresada como una combinacion lineal de p de sus
propios valores rezagados y de p valores rezagados de las otras variables en el
modelo.

El valor de p, es definido por la longitud del rezago incluido en el modelo y éste
puede determinarse mediante criterios como el de Akaike o el de Schwarz,
seleccionando el modelo que proporcione los valores mas bajos de dichos
criterios. No obstante, la inclusibn de muchos términos rezagados consumira
muchos grados de libertad, y existe la posibilidad de presencia de
multicolinealidad. Por otra parte, la inclusiébn de pocos rezagos provoca errores

de especificacién (Gujarati y Porter, 2010).

10| os métodos no paramétricos suelen requerir suposiciones menos restrictivas acerca del nivel
de medicién de los datos y menos suposiciones acerca de la forma de las distribuciones de
probabilidad generadas por los datos muestrales en comparacion con los métodos paramétricos
(Anderson et al., 2008) .
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Dos series de tiempo, {y;} Y {z:}, siguen un proceso de vector autorregresivo de
orden 1, denotado VAR (1) si:

Ve = P11Ve-1 + $12Ze1 + &yt

Zt = Po1Ye-1+ P22Zi 1 + €5t

Donde y, y z, son estacionarias'!, ademas ¢, y ¢,, son perturbaciones de ruido

blanco no correlacionadas, con desviaciones estandar de g, y g,.

De forma matricial:

R o | A R

Xe=T1xe g + &
Donde:

x, = _ Y11 )’12] = [Eyt]

I, =
Zt]’ 1 Y22 Va2l Ezt

El proceso se puede escribir como?!?:

1 0] (Vi1 712 Yt1 _ [Eyt
([O 1] [sz sz] [B]) Zt] B [gzt]
Donde B es un operador de retardo que aplicado a vectores se define como:

Bxy = x4

De forma general un modelo con k valores rezagados de las variables Y; y z;

k k

Vi=«a +Zﬁj}’t—j +ZVth—j + &1t
j=1 j=1

Zi=a +z yt]+Zy}Zt]+£2t

11 Sj las variables son estacionarias es correcto estimar un modelo VAR, por otra parte, si las
variables son no estacionarias cointegradas es posible estimar un modelo VEC.
12 (Pefia, 2010)
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Siy: y z; son no estacionarias (1) y no cointegradas, entonces es posible estimar

un modelo VAR en primeras diferencias:
Ve = Vi1 = P11 Vem1 — Ve-2) + P12(Ze-1 — 2¢-2) + Eayt

Zt — Zt—1 = QP21 (Vi1 — Ve2) T P22(Ze—1 — Z¢—3) + Agy

Es decir:
Aye = ¢118ye—1 + 1287, 1 + Epyt

Azy = P18y g + P20z 1 + Epyt
En forma matricial

[yt - %—1] _ [$1 ¢12] Ye-1— J’t—z] + [EAyt]

Zy — Zpq G21 P2l lZt-1 — Zt— Enzt
AYt] _ [¢11 ¢12] [AYt 1] gAyt]
Az, P21 P22 18274 Enzt

En una generalizacibn multivariada un proceso vectorial autorregresivo puede

representarse como:
Ve = Ao+ AYe1 + Ayep +- - +Apyep + &
Donde:

y:= es un vector de dimension (nx1) que contiene cada una de las variables

incluidas en el VAR

A ,= es vector de términos de intercepcion de dimension (nx1)

A; = (n x n) matrices de coeficientes

e; = un vector de perturbaciones de ruido blanco de dimension (n x 1)

Las ecuaciones en el sistema se pueden estimar usando MCO y dichas

estimaciones son consistentes y asintéticamente eficientes.
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Un modelo VAR(p) con n ecuaciones puede ser representado como:

Ay Aqo (All(L) A (L) - Aln(L)> [3’1%—1
=] |+ : : :
Ant Ano Ap1 (L) Anp (L) Apn(L)/ Wne-p
A (L) App(L) - AL\ [Yie-p 1t
TR e it
Ap1(L) Appa (L) Apn(L)/ WYne-p Ent

A;;: es el vector de variables incluidas en el modelo
A;o = son los interceptos

A;;(L) = son los polinomios en el operador de rezago L
Los coeficientes individuales de A;;(L) se denotan por aj; (1), a;j (2),.. ..

Como todas las ecuaciones tienen la misma longitud de retraso, los polinomios

Aj;;(L) son todos del mismo grado.

Los términos ¢&; son perturbaciones de ruido blanco que pueden estar

correlacionadas entre si.

4.12 Series cointegradas

Las series I(d) integradas y; y z; estan cointegradas si existe una combinacion
lineal entre ellas que es de orden de integracién menor que d (Pefia, 2010). Es
decir, a pesar de no ser estacionarias en un nivel individual, una combinacion
lineal de dos 0 mas series de tiempo puede ser estacionaria, por lo tanto, existe
una relacién de largo plazo, o de equilibrio, entre ambas (Gujarati y Porter, 2010).
Si la variable z. es capaz de explicar totalmente el comportamiento no
estacionario de y,, se dice entonces que las variables estan cointegradas (Pefia,
2010).
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Engle y Granger (1987) propusieron un procedimiento para determinar si dos
variables I(1) estan cointegradas de orden CI (1,1). En primer lugar, se debe
probar el orden de integracion de las variables!® y posteriormente se estima la
relacion de equilibrio a largo plazo en la forma:

Yo =PBo+ P12 + &

La regresion anterior se denomina regresion cointegrante, y el parametro de
pendiente B; pardmetro cointegrante. Tedricamente, es posible que existan
relaciones no lineales a largo plazo entre un conjunto de variables integradas.
También se debe tener en cuenta que el vector de cointegracién no es unico

(Enders, 2015), por lo que en una aplicacién se escoge una normalizacion.

Se debe verificar que los residuos de la regresion anterior son 1(0), es decir,
estacionarios y se aproximan al ruido blanco!. Si esto sucede, se puede afirmar

que las series estudiadas estan cointegradas (Gujarati y Porter, 2010).

La cointegracion por el método de Johansen se prueba al contrastar que los
estadisticos de la traza y los eigenvalores maximos sean mayores a los valores
criticos. La hipoétesis nula es que hay como maximo r vectores de cointegracion

contra la alternativa de que hay m, donde r < m.
El contraste de hipoétesis consiste en el siguiente procedimiento:

1) se prueba la hipotesis nula Hy: r = 0 (no existe cointegracion), Vs H,:r =1

(existe una relacién de cointegracion).

2) Si se rechaza la hipotesis anterior a partir de los estadisticos mencionados
(traza y los eigenvalores maximos), se contrastan las siguientes hipotesis:
Hy:r =1Vs H,:r = 2,y asi sucesivamente hasta no rechazar H,, o bien hasta

gue se tenga que aceptar la hipétesis alternativa de r = m — 1.

13 Por definicion, la cointegracién requiere que se integren dos variables del mismo orden.
14 Se puede verificar mediante la prueba DFA aplicada a los residuos de la regresion
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4.13 Modelos vectoriales de correccion de error (VEC)

Un modelo de correccién de errores para las variables (1) necesariamente
implica cointegracion. Esto esta determinado por el teorema de representacion
de Granger (1980). Si existe una relacion de cointegracion entre las variables, es
posible ajustar un modelo a largo plazo y la dinamica a corto plazo
simultaneamente.

Sean dos variables y; 1(1) y z; I(1) no estacionarias integradas de orden 1,

cointegradas mediante la ecuacion:

Y = B1zc + &

Donde los errores estimados son:
& =Y, — Bz

Tal que:

& ~1(0)
Y los cambios en Y; y z, dependen de las desviaciones de este equilibrio en el
periodo t — 1.

Ay: = a1 (Ye-1 — B1Ze-1) + Ugg

Azy = a3 (V-1 — B1Z¢-1) + Uyt

De forma general, en un modelo de correccion de error, Ay, y Az,, dependen de

cambios previos en ambas variables de la siguiente forma:
Ay = ay(Ve-1 — B1Ze-1) + V118YVe-1 + V12821 + Uy
Azy = a3 (Ve-1 — B1Ze-1) T V218Ye-1 + V22821 + Uy,
Asi, el modelo VEC se puede escribir en forma matricial como:
Xe—Xeer=af'Xp 1 +T(Xey — X 2) + g

Donde:

, aq , 11 A1z . .
Xe=lzl a=|g ] =11 B T=[g20 2] w=luoul M=ap



De forma equivalente:
p—1
AXt = HXt—l + z FAXt—l

=1
Donde:
[M1=ap’
Un sistema cointegrado puede verse como una forma restringida de un modelo

VAR general.
sea X, = [V, Z] ye& = (g, &, , entonces:
AXt = HXt_1 + gt

Si se estima un VAR de variables cointegradas utilizando solo las primeras
diferencias, sin la expresion I1X;_,, esto eliminaria la porcién de correccion de
errores del modelo. EIl analisis de cointegracién indica que la estimacion de un
modelo un VAR en primeras diferencias, estara mal especificado, cuando hay
algunos vectores cointegrantes presentes en la serie I(1), por consiguiente, las
estimaciones de los parametros son sesgadas debido a la omisién de variables
(Cuthbertson, 2002).
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El proceso de construcciéon de modelos multivariados se puede resumir como

sigue:

ldentificacion / Seleccidn de Variables

Prueba de estacionariedad o nivel de
integracidn de variables

'

'

__| Lasvariables son estacionarias

Las variables son NO estacionarias

1(0) I(d)
A
Prueba de cointegracidn ( Relacién de
largo plazo) entre variables
Las variables NO estan cointegradas Las variables estan cointegradas
A h 4
Usar un modelo VAR EN Prueba de causalidad ( Causalidad de Prueba de causalidad ( Causalidad de
NWELES Granger). Usar un modelo VAR EN Granger). Usar un MODELO VEC
DIFERENCIAS.

Figura 9. Proceso para el analisis de series de tiempo

Fuente: Modificado de Maparu y Mazumder (2017).

4.14 Regresion espuria

La regresion de una serie no estacionaria sobre otra no estacionaria puede

conducir a una regresion espuria, sin embargo, si las dos series comparten una

tendencia comun la regresién podria no ser espuria y los errores resultantes de

dicha regresion son estacionarios. Una prueba para la cointegracion puede

considerarse como una preprueba para evitar las situaciones de regresiones

espurias (Granger, 1986).
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4.15 Discriminacion de los modelos

Algunos criterios como el Criterio de Informacién de Akaike (1973) AIC y Criterio
de Informacion Bayesiano de Schwarz (BIC) pueden ser empleados para
discriminar entre varios modelos ARIMA propuestos para la misma serie,
seleccionando los modelos con menor AIC y BIC. El criterio de informacion de
Akaike se define como:
AIC = =2L + 2k
Donde:
k = p + q + 1 si el modelo contiene un intercepto o término constante y k =

p + q en caso contrario®®.
Y el criterio de informacion bayesiano de Schwarz se define como:

BIC = —2L + klog(n)
En ambos criterios, L es la log — verosimilitud asociada con el modelo, evaluada
en las estimaciones obtenidas de los parametros, n es el tamafio de muestray k

es el nUmero de parametros.

Si el proceso verdadero sigue un modelo ARMA (p, q), entonces se sabe que los
valores de (p, q) especificados al minimizar el BIC son consistentes (Cryer y Sik,
2008).

15 Los términos 2(p + g +1) o0 2 (p + q) sirven como un factor de penalizacion y ayudan en la
construccion de modelos parsimoniosos
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4.16 Verificacion del modelo: analisis de residuales

Si el modelo se especifica correctamente y las estimaciones de los parametros
son razonablemente cercanas a los valores verdaderos, entonces los residuos
deberian tener casi las propiedades del ruido blanco, normales e independientes
distribuidas idénticamente, con medias cero y desviaciones estandar comunes
(Cryery Sik, 2008).

La verificacion del modelo adecuado puede realizarse mediante las siguientes
formas: inspeccion del grafico de residuales, evaluacién de normalidad mediante
gréficos cuantil-cuantil o alguna prueba de normalidad como Shapiro-Wilk. El
estadistico Box y Pierce (1970) permite probar la significancia conjunta de las
autocorrelaciones entre residuos. En la inspeccion del grafico de los residuales
a través del tiempo, se espera que la grafica muestre una dispersion dentro de
una banda establecida, alrededor de cero, sin tendencias evidentes. En las
graficas cuantil-cuantil de los residuos, los puntos deben parecer seguir una linea

recta.

4.17 Prondstico

Dada la serie de tiempo Y;,Y,,...,Y; y bajo el supuesto de que el modelo ha sido
correctamente especificado y los pardmetros verdaderos para cada serie son
conocidos, es posible pronosticar el valor de Y;,, que ocurrird en k unidades de

tiempo en el futuro. Se puede denotar el prondstico como:

Ve(k) = EQrarlyn, Yar--Ve)

La observacion futura y,,, estard contenida dentro de los limites de prediccion

con (1 — a) % de confiabilidad:

Ve(k) £ zy_q 2/ var(e.(k))
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El supuesto habitual para construir intervalos de prediccidon es que los errores de
pronéstico tienen una distribucion normal con media cero (Makridakis vy
Wheelwright, 1997). Bajo este supuesto, un intervalo de prediccién aproximado

para la siguiente observacion es:

Ine1 Z1_q2NMSE

Donde: y,.,: es el valor predicho en el periodo n+1y MSE: es el error

cuadratico medio.

Después de identificar los pardmetros del modelo y estimarlos es posible
determinar predicciones puntuales mediante el siguiente procedimiento en un
modelo MA (q):

Dados los valores observados y,, y,,..,V:—1 €S posible utilizar estos valores para

obtener una prediccion puntual y, de valor y, mediante el siguiente calculo:
Ve =Yt-1+€ — 0164
Ve =Ye-1+ € — 0164

Para determinar la prediccién puntual del valor futuro y, se calcula la perturbacién
aleatoria:
€c=Ye— Ve y €1 =YVe-1— Vo1

Donde: é;: es el residuo t-ésimo

La prediccion puntual é; de la perturbacion o choque futuros €; es cero y la
prediccion puntual é;_, de la perturbacion aleatoria pasada €;_, es el residuo (t —
1) — ésimo. En caso de no poder estimarse y,_, se considera igual a cero
(Bowerman et al., 2007). Siguiendo un procedimiento similar es posible construir

pronagsticos para un modelo AR (p).
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4.18 Criterios de evaluacion de la capacidad predictiva de los modelos

La capacidad predictiva de los modelos puede ser medida utilizando estadisticas
como: el error promedio de pronostico (ME), el error promedio absoluto de
prondstico (MAE), el error cuadratico medio del pronéstico (MSE), la raiz del error
cuadratico medio (RMSE, del inglés Root Mean Squared Error), el porcentaje
medio de error (MPE), el error porcentual absoluto medio (MAPE, del inglés Mean
Absolute Percentage Error) y la U de Theil (Makridakis, 1997).

Sea ¥,,3,,9 . ¥, una secuencia de n pronosticos:
El error de prondstico se define como:

e =y —Ji

A

Por lo tanto, los errores del prondéstico seran: é;,é,,...,é,

Y el error cuadratico medio (ECM) es:

~ 2
Z?:l(yi - yl)
n

La raiz del error cuadratico medio (RECM) asociado con dicha secuencia es:

n
RECM = |1/n ) (v = 91
i=1

Es decir, es la desviacion tipica muestral de los errores del prondstico
€1,62,...,6n.
Es una medida que s6lo toma valores positivos; cuando esta medida tiende a

cero indica que los prondsticos son mejores.

El error medio absoluto (MAE, del inglés Mean Absolute Error) asociado con
dicha secuencia es:
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n n

1 R 1 /\

MAE = EZI(% -9l = ;2|€n|
i=1 i=1

es decir, la media de los valores absolutos de los errores del pronéstico.

El error porcentual absoluto medio (MAPE, del inglés Mean Absolute Percentage

Error) se define como:

n
100 9
MAPE — zl(yl ¥l
n < Yi

La U de Theil permite una comparacion relativa de los métodos de prondéstico
formales con métodos “ingenuos” y también pondera los errores involucrados
para que los errores grandes tengan mucho mas peso que los errores pequefios
(Makridakis et al., 1997).

La U de Theil se define como:

\/Z L @i — v’

CDT =
J 2 (P + J 2i=1(Vi)?

Si el coeficiente de Theil es igual 0, significa que el prondstico es perfecto
(exacto). Si el coeficiente de Theil es igual a 1, indica que la precision del método
de prondstico bajo estudio es igual a la del método simplistal®, que asigna el valor
del prondstico igual al valor de y; por lo que no se justifica implementar el método
bajo estudio. Si el coeficiente de Theil es mayor que 1, significa que el modelo no
es util para fines predictivos. Si 0 < U deTheil < 1 el método usado para
pronosticar es superior al método simple. Cabe destacar que la U de Theil es una

medida de precision relativa que toma valores no negativos.

16 En (Makridakis et al., 1997) se expone este método denominado “ingenuo” o simplista, que
utiliza la observacion mas reciente disponible como pronéstico.
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5. MATERIALES Y METODOS

Con base en los conceptos teoricos de los modelos ARIMA, VAR y VEC
expuestos anteriormente, se construyeron modelos para las series que a

continuacion se describen.

5.1 Modelos ARIMA para el precio de maiz

Las series de tiempo analizadas corresponden a los precios promedio mensuales
en los estados con mayor participacion porcentual en la produccién nacional y
con mayor valor ($) de la produccién, estos estados son: México, Michoacan
Jalisco y Sinaloa. Los datos fueron obtenidos del portal del Sistema Nacional de
Informacién de Mercados (SIIM). El periodo de analisis comprende desde enero
del afio 2000 a diciembre del afio 2018, teniendo 228 observaciones en cada
serie.

Dado que los valores futuros de las series son desconocidos, se puede retener
una parte de las observaciones del proceso de estimacion y estimar modelos
alternativos sobre un conjunto de datos reducido y usar estas estimaciones para
pronosticar las observaciones del periodo en retencion. Luego se pueden
comparar las propiedades de los errores de prondéstico de los modelos estimados
(Enders, 2015).

En la practica se han usado particiones del conjunto de datos dejando uno fuera
de la estimacion y posteriormente realizando el prondstico en Sanchez et al.
(2013). En este caso, se realiz6 una particion del conjunto de datos de cada serie,
en dos subconjuntos. El primer subconjunto corresponde al conjunto de
“‘entrenamiento” y consta de 222 observaciones; éste fue usado para ajustar un
modelo ARIMA a cada una de las series. El segundo subconjunto corresponde al
conjunto de “validacion”, consta de las 6 las ultimas observaciones de cada serie

y fue utilizado para evaluar la capacidad predictiva de los modelos propuestos.
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Noétese que la metodologia Box-Jenkings se aplica a series estacionarias, antes
de ajustar un modelo ARIMA es necesario verificar las tres condiciones de
estacionariedad en cada una de las series: media y varianza finitas y constantes
respecto al tiempo y, covarianza finita que dependa del tiempo en la definicion de

proceso autorreg resivo.

Se aplicaron dos pruebas para verificar la presencia de raices unitarias: Dickey
Fuller Aumentada (DFA) y Phillips-Perron (PP). Las series que resultaron no
estacionarias fueron transformadas con la finalidad de inducir estacionariedad.
Se obtuvo el logaritmo natural para estabilizar la varianza y se diferenciaron las
series para estabilizar la media alrededor de cero. Posteriormente se aplico la
metodologia de series de tiempo ARIMA para ajustar modelos a cada serie

analizada.

La estimacion de los parametros de los modelos ARIMA para las cuatro series
analizadas se realiz6 mediante MCO y posteriormente se hizo un analisis de
residuales para verificar que éstos presenten un comportamiento similar a ruido

blanco.

5.2 Modelos VAR Y VEC

La hipétesis probada en la construccion de los modelos VAR fue que los precios
de maiz blanco en el mercado nacional estan influenciados por los precios en el
mercado internacional, en cuyo caso, los modelos VAR y VEC proporcionan un
mejor predictor en comparacion con el predictor propuesto por los modelos
ARIMA.

Una hipotesis similar fue propuesta por Lederman (2004) quien afirmé que “los
precios de maiz mexicanos y estadounidenses estan cointegrados”; en ese
mismo sentido Araujo (2011) argumenté que “existe integracion entre los
mercados de maiz en México y los Estados Unidos, y dicha integracion varia

entre los distintos mercados regionales en México”, ademas agrego que “es
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posible observar que las regiones con una mayor grado de autosuficiencia

presentaran un menor grado de integracion con el mercado estadounidense”.

Por otra parte, Godinez (2006) y (Godinez y Fuentes , 2008) probaron la
hipotesis de que el precio futuro del maiz amarillo n°2 de la Bolsa de Chicago no
mantiene una causalidad y liderazgo sobre los precios fisicos de maiz blanco en

México.

Resultados similares fueron obtenidos por Ortiz y Montiel (2017) quienes
mostraron mediante un analisis de volatilidad estocastica multivariante que el
precio de mercado de futuros de maiz no se encuentra fuertemente relacionado
con los precios registrados en algunos estados del pais, e infiere que la cobertura
del programa ASERCA no cumple adecuadamente con su propdsito de proteger

a los agricultores nacionales que siembran maiz blanco.

En la construccion de modelos VAR y VEC se emplearon los precios de futuros!’
del maiz amarillo y los precios de maiz en fisico® (FOB). Los precios fueron
transformados de délares por bushel'® a pesos por Kg usando el tipo de cambio
FIX?9, Los datos del tipo de cambio se obtuvieron del portal del Banco de México
(BANXICO) y los precios de maiz en fisico y precios de futuros se obtuvieron del
sitio de internet del Departamento de Agricultura de Estados Unidos (USDA). El
periodo de analisis fue de enero del afio 2000 a diciembre de 2018.

Variables similares a las utilizadas en este estudio fueron propuestas en Godinez
(2006) quien utiliz6 series semanales de precios al mayoreo del maiz blanco en
15 centrales de abasto en México y el precio futuro semanal del maiz amarillo US

#2 de la Bolsa de Chicago.

Zavaleta (2019) utiliz6 las cotizaciones del maiz amarillo en el mercado spot, del
Chicago Mercantile Exchange, las cotizaciones semanales del maiz blanco en el

17 Precio de liquidacion mensual promedio del contrato de futuros de maiz mas cercano

18 Precios promedio mensuales de maiz amarillo No. 2, FOB en el Golfo de México

19 Equivalencia: 1bushel de maiz = 25.4 kg

20 Tipo de cambio pesos por dolar E.U.A., para solventar obligaciones denominadas en moneda
extranjera
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mercado spot que provee la Bolsa Mexicana de Valores a través de SIBOLSA en
la construccion de modelos VAR. Araujo (2011) utilizé los precios de EU de
exportacion “franco a bordo” para el Golfo de Luisiana en doélares americanos y
seis series de precios de maiz en mercados locales en México. De forma similar
Ortiz y Montiel (2017) hicieron uso de los precios de los contratos de futuros del
maiz amarillo #2 del Chicago Board of Trade (CBOT) con vencimiento en marzo
y precios spot de los estados con altos niveles de produccion de maiz en México
en los que ASERCA brinda apoyos directos a coberturas de precios para maiz.

Se realizdé una particion andloga a la aplicada a los precios nacionales. Se
obtuvieron dos subconjuntos: un conjunto de “entrenamiento” compuesto de 222
observaciones y un conjunto de “validacién”, compuesto de las 6 ultimas

observaciones de cada serie.

Como primer paso se verifico el orden de integracion de las series: precio de maiz
en fisico y precio de futuros. Si las series son integradas se evalué la pertinencia
de establecer un modelo VEC verificando previamente la existencia de una
relacion de cointegracion mediante el contraste de Johansen. Si las series son

estacionarias se establecieron modelos VAR.

Una vez construidos los modelos, fue posible generar predicciones y finalmente

se puso a prueba el desempeiio de los modelos propuestos.

Algunas medidas que han sido usadas en la practica para verificar la capacidad
predictiva de los modelos son: el error cuadratico medio del pronéstico (MSE), el
error promedio de pronéstico (ME), el error promedio absoluto de prondstico
(MAE), el porcentaje de error al estimar, el porcentaje medio de error (MPE) y el
error porcentual absoluto medio (MAPE) en Botero y Cano (2008) y Contreras et
al. (2016), la U de Theil en Botero y Cano (2008), Guerrero (2007), Lanteri
(2010), Sanchez et al. (2013) y Barreras et al. (2013), la raiz del error cuadrético
medio (RMSE), en Arias y Torres (2004), Guerrero (2007), Lanteri (2010),
Sanchez et al. (2013), y Barreras et al. (2013). Otras medidas para probar la

bondad del ajuste en sus modelos son la desviacion media absoluta (MAD) en
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Velasquez y Franco (2010) y Contreras et al. (2016), la proporcién de sesgo (PS),
la proporcion de la varianza (PV) y la proporcion de covarianza (PCV) en Barreras
S. et al. (2013) y Sdnchez et al. (2013).

En esta investigacion se utilizaron los siguientes criterios de comparacion: Raiz
de Error cuadréatico Medio (RECM), el error porcentual absoluto medio (MAPE) y

la U de Theil, como medidas para discriminar entre los modelos propuestos.

La estimacion de los modelos, asi como las pruebas de hipotesis y gréaficos fueron
realizados usando el programa R version 3.6.1 y el programa SAS Statistical

Analysis System.

5.3 Prediccion fuera de la muestra

El rango de datos utilizados para la estimacién fue de enero del afio 2000 a julio
de 2018, denominado anteriormente como “conjunto de entrenamiento” o
muestra. La prediccion fuera de la muestra consiste en estimar los datos que han
sido reservados como “conjunto de validacion” correspondientes a periodo de
julio de 2018 a diciembre de 2018. De esta forma es posible medir la capacidad
predictiva de los modelos propuestos con base en los criterios antes

mencionados.
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6. RESULTADOS

En las primeras tres secciones de este capitulo se muestran los resultados del
analisis de las series de datos nacionales: México, Michoacén, Jalisco y Sinaloa,
la construccion de modelos Autorregresivos Integrados de Promedio Movil
(ARIMA) y los pronésticos puntuales realizados con dichos modelos.
Posteriormente con base en la metodologia de modelos multivariados se
construyeron modelos Vectoriales de Correccion de Error (VEC) utilizando las
series de datos de México y los datos del precio de maiz en fisico (FOB) de
Estados Unidos; los resultados del andlisis, construccidon y pronosticos de los
modelos VEC se muestran en las secciones cuatro y cinco de este capitulo.
Finalmente, en la seccion seis se muestran los resultados correspondientes a los

modelos Vectoriales Autorregresivos (VAR).

6.1 Analisis de datos de series univariadas

El comportamiento de las series de México, Michoacan y Sinaloa sugiere que
éstas no cumplen con las condiciones de estacionariedad, es decir, media y
varianzas constantes, debido a la presencia de tendencia a través del tiempo y
periodos de volatilidad en los afios posteriores a 2010 (Figura 10) y las series de
precios transformadas en logaritmos tampoco muestran medias y varianzas
constantes (Figura 11). Se obtuvo la primera diferencia del logaritmo de las series
para inducir estacionariedad en media y varianza (Figura 12).
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Figura 10. Series de tiempo del precio de maiz blanco en México.
Fuente: Elaboracion propia con datos de SNIIM *Series en niveles
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Figura 11. Logaritmo de las series de precios de maiz blanco en México

Fuente: Elaboracion propia con datos de SNIIM
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Figura 12. Series transformadas de precios de maiz blanco en México
Fuente: Elaboracion propia

Los resultados de las prueba de Dickey-Fuller Aumentada (DFA) y Phillips Perron
(Cuadro 1), indican que la serie correspondiente al precio de maiz blanco en el
estado de Sinaloa es estacionaria en niveles y las series: Estado de México,
Michoacan y Jalisco, son integradas de orden uno I(1), es decir, son no
estacionarias en niveles, sin embargo, las series son estacionarias mediante

transformaciones de logaritmo natural y primera diferencia.
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Cuadro 1. Prueba de raiz unitaria: Dickey Fuller Aumentada y Phillips Perron

VARIABLE Estadistica de Prueba _Orden dg
integracion
Ho: Raiz Unitaria H1: No Raiz
Unitaria
DFA PP
Pr < Tau Pr < Tau
MEXICO 0.1997 0.2220 I (1)
Ln(PMEXICO) 0.3771 0.3496 I (1)
ALn(PMEXICO) 0.0005 <0.0001 1(0)
MICHOACAN 0.7946 0.3146 I (1)
Ln(PMICHOACAN) 0.7988 0.5695 1(1)
ALn(PMICHOACAN) <0.0001 <0.0001 1(0)
JALISCO 0.4597 0.4268 I (1)
Ln(PJALISCO) 0.6396 0.6436 I (1)
ALn(PJALISCO) 0.0002 <0.0001 1(0)
SINALOA 0.0535 0.0190 1 (0)
Ln(SINALOA) 0.0878 0.0031 I (0)
ALn(PSINALOA) <0.0001 0.0010 1(0)

Fuente: Elaboracion propia. *Indica rechazo de la hipétesis nula a un nivel de significancia de

5%. A denota al operador de primeras diferencias y Ln denota logaritmo natural.

Los del Cuadro 1 pueden verificarse graficamente mediante el analisis del
correlograma de cada serie de tiempo (Figura 13 y Figura 14) donde se muestra
gue los coeficientes de correlacion (ACF) disminuyen lentamente a través del

tiempo en las series originales.
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Figura 13. Funcion de autocorrelacion (ACF) de series de datos nacionales

Fuente: Elaboracion propia. *series en niveles
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6.2 Identificacion de modelos ARIMA

Siguiendo la metodologia ARIMA, se realizo la fase de identificacion de modelos.

Mediante la inspeccion de las funciones de autocorrelacion (ACF) y funciones de

autocorrelacion parcial (PACF) (Figura 15 y Figura 16), se definieron los valores

(p,d,q) y se eligieron dos modelos para cada serie discriminando con base en

los criterios AIC y Log Likelihood. Los coeficientes estimados y sus

correspondientes estadisticas AIC y Log likelihood se muestran en el Cuadro 2y

Cuadro 3.
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Figura 15. Funcién de autocorrelacion (ACF) de la diferencia del logaritmo natural

de series de datos nacionales

Fuente: Elaboracion propia.
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logaritmo natural de series de datos nacionales

Fuente: Elaboracion propia.

Cuadro 2. Estimacion de modelos ARIMA

MODELO COEFICIENTE ESTIMADO LOG AIC
AJUSTADO LIKELIHOOD
SERIE INTERCEPTO AR(1) MA(1) MA(2)
ALn(PMEXICO) MA (1) 0.004 -0.1669 337.95 -669.9
ee -0.0715 -0.0029
ARIMA 0.004 0.2288 -0.3884 338.3 -668.59
(1,0,1)
ee -0.0028 -0.2386 -0.2568
ALN(PMICHOACAN) AR (1) 0.0051 -0.0563 326.49 -646.9
ee -0.0035 -0.0675
MA (1) 0.0051 -0.0493 326.44 -646.89
ee -0.0035 -0.0636

FUENTE: Elaboracién propia. ee denota Error Estandar
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Cuadro 3. Estimacion de modelos ARIMA (continuacion)

MODELO COEFICIENTE ESTIMADO LOG AIC
AJUSTADO LIKELIHOOD
SERIE INTERCEPTO AR (1) MA (1) MA (2)
ALn(PJALISCO)  MA(2) 0.0054 0.0822 -0.088 389.23 -770.47
ee -0.0028 -0.067 -0.0679
MA (1) 0.0054 0.0816 388.4 -770.8
ee -0.003 -0.0737
ALn(PSINALOA)  ARIMA 0.0033 0.804 -0.9684 178.9 -349.79
(1,0,1)
ee -0.0013 -0.0638  -0.0342
MA (1) 0.0035 -0.1834 173.9 -341.81
ee 0.0061 0.076

FUENTE: Elaboracién propia. ee denota Error Estandar

Ademas de observar las correlaciones residuales en los rezagos individuales, es
atil tener una prueba que tenga en cuenta sus magnitudes como grupo (Cryer y
Sik, 2008). La verificacién de autocorrelacion en los residuales puede realizarse

mediante la estadistica de Box y Pierce (1970) o Ljung-Box (1978).

Los resultados de la estadistica de Ljung-Box indican que no se rechaza la
hipodtesis nula, por lo que se concluye que en los errores no existe autocorrelacion
(Cuadro 4).
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Cuadro 4. Prueba Ljung-Box a los residuales en modelos ARIMA

SERIE MODELO AJUSTADO Ljung-Box test

Ho: No existe autocorrelacion

ALn(PMEXICO) MA (1) Q* = 17.782, df = 22, p-value = 0.7188
ARIMA (1,0,1) Q*=16.378, df = 21, p-value = 0.748
ALn(PMICHOACAN) AR (1) Q* =20.74, df = 22, p-value = 0.5369
MA (1) Q* = 20.96, df = 22, p-value = 0.5232
ALN(PJALISCO) MA (2) Q* = 18.458, df = 21, p-value = 0.6199
MA (1) Q* =21.139, df = 22, p-value = 0.5122
ALN(PSINALOA) ARIMA (1,0,1) Q* =16.109, df = 21, p-value = 0.7635
MA (1) Q* = 20.335, df = 22, p-value = 0.5621

Fuente: Elaboracion propia

Se realizaron gréficas de residuales, funcion de auto correlacion (ACF) e
histograma de frecuencias con linea de tendencia normal para los modelos
ARIMA como se ejemplifica para la serie del precio de maiz en el estado de
México (Figura 17).

Residuals from ARIMA(O,0,1) with non-zero mean
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Figura 17. Gréfico de residuales, funcion de autocorrelacion parcial y grafico de
distribucion normal del modelo ajustado a la serie MEXICO, modelo ARIMA
(0,0,1)

Fuente: Elaboracion propia
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Residuals from ARIMA(1,0,1) with non-zero mean
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Figura 18. Gréfico de residuales, funcion de autocorrelacién parcial y grafico de
distribucion normal del modelo ajustado a la serie MEXICO, modelo ARIMA

(1,0,1)

Fuente: Elaboracion propia

Se realizaron graficos similares para las series de precios en el estado de

Michoacan, Jalisco y Sinaloa, éstos son mostrados en el Apéndice 2.

6.3 Prediccion del precio de maiz mediante modelos autorregresivos

integrados de promedio movil (ARIMA)

Se realizdé una comparacion entre los valores observados y las estimaciones

puntuales fuera de la muestra para los 6 meses inmediatos siguientes (julio a

diciembre de 2018), los resultados se muestran en los cuadros 5-8.
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Cuadro 5. Precios observados y predichos obtenidos a partir de modelos ARIMA,

serie México
MODELO MA (1) ARIMA (1,0,1)
PREDICHOS PREDICHOS OBSERVADOS

Jul 2018 5.210622 5.209732 5

Ago 2018 5.231461 5.216541 5

Sept 2018 5.252384 5.234133 4.75

Oct 2018 5.27339 5.254261 4.75

Nov 2018 5.294481 5.275036 4.3

Dic 2018 5.315655 5.296023 6.3

Fuente: Elaboracion propia con datos de SNIIM

Cuadro 6. Precios observados y predichos obtenidos a partir de modelos ARIMA,

serie Michoacén

MODELO AR (1) MA (1)
PREDICHOS PREDICHOS OBSERVADOS

Jul 2018 5.256702 5.259425 5

Ago 2018 5.284727 5.286318 5

Sept2018  5.311693 5.313348 4.75

Oct 2018 5.338864 5.340516 4.75

Nov 2018 5.366171 5.367823 5

Dic 2018 5.393618 5.39527 5

Fuente: Elaboracion propia con datos de SNIIM
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Cuadro 7. Precios observados y predichos obtenidos a partir de modelos ARIMA,
serie Jalisco

MODELO MA (2) MA (1)
PREDICHOS PREDICHOS OBSERVADOS

Jul 2018 5.32874 5.326339 5.3
Ago 2018 5.359954 5.354975 5.34
Sept 2018 5.388794 5.383764 5.52
Oct 2018 5.41779 5.412709 5.8
Nov 2018 5.446941 5.441809 5.2
Dic 2018 5.47625 5.471065 5.3

Fuente: Elaboracion propia con datos de SNIIM

Cuadro 8. Precios observados y predichos obtenidos a partir de modelos ARIMA,
serie Sinaloa

MODELO  ARIMA (1,0,1) MA (1)
PREDICHOS PREDICHOS OBSERVADOS
Jul 2018 4.524409 4.522363 4.75
Ago 2018 4.550904 4.546677 4.60
Sept 2018 4.575391 4571121 5.00
Oct 2018 4.600010 4.595696 5.00
Nov 2018 4.624761 4.620404 5.00
Dic 2018 4.649646 4.645244 5.00

Fuente: Elaboracion propia con datos de SNIIM
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Graficamente los valores observados y predichos se muestran a continuacion.
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Figura 19. Prondsticos del precio de Maiz blanco mediante modelos ARIMA

Fuente: Elaboracion propia con datos de SNIIM
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Figura 20. Pronésticos del precio de Maiz blanco mediante modelos ARIMA

(Continuacion)

Fuente: Elaboracion propia con datos de SNIIM

6.4 Modelos vectoriales de correccién de error (VEC) con dos variables

Los modelos VAR y VEC fueron construidos usando las series: precio promedio

mensual de maiz amarillo en fisico (precio FOB), precio de futuros y las series de

precios nacionales: precio en estado de México, Michoacan, Jalisco y Sinaloa.

En las series presentadas en la Figura 21 correspondiente al precio promedio

mensual de maiz amarillo (precio FOB) y Figura 22 correspondiente al precio

promedio de futuros se muestra una tendencia creciente en todo el periodo de

analisis. En el periodo comprendido entre afio 2000 a 2005 se presentd una

relativa estabilidad en el que el precio de futuros y el precio de maiz en fisico no

superaron el precio de 3.16 dolares/bushel = 1.27$/kg y 2.89 ddlares/bushel =
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1.17%$/kg respectivamente; posterior a 2005 y hasta 2015 se tuvo un periodo
caracterizado por una mayor volatilidad comparado con los afios anteriores,
donde se tuvieron aumentos y disminuciones en ambos precios oscilando entre
1y 3.9 $/kg; a partir del afio 2015 ambos precios?! tuvieron comportamientos mas

estables que oscilaron entre los dos y tres pesos / kg.

En las figuras 21 y 22 resalta el hecho de que los precios fisicos y precios futuros
presentan una tendencia creciente, ademas, la media y la varianza parecen

cambiar con el tiempo, lo que sugiere que las series presentan raiz unitaria.
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Figura 21. Precio promedio mensual de maiz amarillo en fisico (Precio FOB)

Fuente: Elaboracion propia con datos de USDA. * maiz amarillo N° 2, FOB en el Golfo de

México.

21 Los precios originales se encuentran en dolares por bushel y fueron transformados con fines
comparativos con los datos nacionales en pesos/Kg
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Figura 22. Precio promedio de futuros de maiz

Fuente: Elaboracion propia con datos de USDA. *Precios de liquidacién mensual promedio del

contrato de futuros de maiz mas cercano

Cuadro 9. Prueba de raiz unitaria a precios del mercado internacional

VARIABLE Estadistica de Prueba Orden de integracion

Ho: Raiz Unitaria Ha: No Raiz Unitaria

DFA PP

Pr<Tau Pr < Tau
PRECIO FISICO 0.2589 0.1179 (1)
A (PRECIO FISICO) <0.0001 <0.0001 I (0)
PRECIO FUTURO 0.0338 0.0320 I (0)

Fuente: Elaboracion propia. *Indica rechazo de la hipétesis nula a un nivel de significancia de

5%. A denota al operador de primeras diferencias.
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Mediante las pruebas Dickey-Fuller Aumentada (DFA) y Phillips Perron (PP) se
comprobd que la serie de precios de futuros es estacionaria. Por otra parte, la
serie de precios de maiz en fisico presenta raiz unitaria, sin embargo, es

estacionaria en primera diferencia (Figura 23).
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Figura 23. Precios de maiz en fisico (FOB) (serie en primera diferencia)
Fuente: Elaboracion propia

La construccion de un modelo vectorial de correccién de error (VEC) requiere el
establecimiento del orden de integracion I(d) y la existencia de cointegracion bajo
el enfoque del teorema de Granger (Maparu y Mazumder, 2017). Mediante las
pruebas Dickey- Fuller y Phillis Perron se comprobd que las series: México,

Michoacan, Jalisco y precio de maiz en fisico son procesos integrados de orden

(1).

Se construyeron los siguientes modelos VEC con dos variables: precio de maiz
en el estado de México y precio de maiz en fisico (precio FOB), precio de maiz
en el estado de Michoacan y precio de maiz en fisico, precio de maiz en el estado

de Jalisco y precio fisico, precio de maiz en el estado de Sinaloa y precio fisico.
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El teorema de representacion de Granger (Engel y Granger, 1987; Granger,
1981) establece que si un conjunto de series cointegran, se identifican entonces
como un bloque que tiende a moverse simultdneamente en el tiempo, situacion

que puede identificarse como una relacién de “equilibrio” (Galindo y Catalan,

2003).
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Figura 24. Precio de maiz en el Estado de México Vs precio de maiz en fisico

EU
Fuente: Elaboracion propia con datos de USDA y SNIIM
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Figura 25. Precio de maiz en Michoacan Vs precio de maiz en fisico EU

Fuente: Elaboracion propia con datos de USDA y SNIIM
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Figura 26. Precio de maiz en Jalisco Vs precio de maiz en fisico EU

Fuente: Elaboracidon propia con datos de USDA y SNIIM
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Figura 27. Precio de maiz en Sinaloa Vs precio de maiz en fisico EU

Fuente: Elaboracion propia con datos de USDA y SNIIM
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La metodologia de los modelos VAR considera una parte importante del proceso
la eleccion del rezago adecuado, evitando tener un modelo sobre parametrizado
con estimaciones de coeficientes no significativos (Enders, 2015), por lo cual,
como primer paso se realiz la eleccion del nimero adecuado de rezagos del
modelo VAR (el valor de p) siguiendo los siguientes criterios: el Criterio de
Informacién de Akaike (AIC), el Criterio de Informacion de Schwarz (SC) y el
Criterio de Hannan Quinn (HQ) y con base en la significancia estadisticas de los
rezagos dentro del modelo. Para cada modelo se establecié como rezago 6ptimo

p=2.

Para determinar la existencia de relaciones de cointegracion entre las variables
en niveles se realizé la prueba de cointegracion de Johansen con base en el
estadistico del maximo eigenvalor. Dicha prueba indica que existe al menos una

relacion de cointegracion en cada uno de los siguientes modelos.

Cuadro 10. Contraste de cointegracion de Johansen de modelos VEC

MODELO Ho: Existen r Valor del Valores Criticos Eigenvalores
vectores de  estadistico (Lambda)
cointegracién de prueba’
10pct 5pct 1pct

PMEXICO el 1.05 6.50 8.18 11.65  0.09071
PFISICO

r<o 20.92 1291 1490 19.19 0.00047
PM}ICHOACAN r<il 1.64 6.50 8.18 11.65 0.14603
PFISICO

r<o 34.73 1291 1490 19.19 0.0074
PJALISCO r<i 0.94 6.50 8.18 11.65 0.08451
PFisSICO

r<o 19.43 1291 1490 19.19 0.00424

1Estadistico: Traza. r: Indica el nimero de relaciones de cointegracion que se esta probando.
* Indica no rechazo de la hipétesis nula.

Fuente: Elaboracion propia
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En la practica es aconsejable estimar el modelo VEC por maxima verosimilitud
para lograr la maxima eficiencia estadistica posible (Guerrero, 2007). Habiendo
determinado mediante el contraste de Johansen la existencia de al menos una
relacion de cointegracion entre las series de cada modelo, se estimaron los
parametros del modelo bivariado VEC mediante el método de maxima

verosimilitud con base en la metodologia establecida en Liitkepohl (2005).

Los modelos vectoriales de correccién del error (VEC) con dos variables, se
definieron como se muestra en el siguiente sistema matricial, donde se tiene
interés Unicamente en predecir el precio de maiz en los estados de México,

Michoacan y Jalisco.

El modelo para el precio en el Estado de México puede definirse como:

[APMEX] — [“PMEX] [511 312] APMEX] _ [Hu H12 EFNFX [EPMEX
APFIS aPFIS ,821 ﬁzz APFIS I154 sz APFIS EPFIS

Donde:

A: Es el operador de diferencias

PMEX: Es el precio de maiz en el estado de México
PFIS: Es el precio de maiz en fisico en Estados Unidos
a: Es pardmetro de intercepto a estimar

B: Parametros a estimar

I1: es el vector cointegrante

€. son errores resultantes del modelo de regresion: PMEX = a + BPFIS + ¢

rezagados un periodo

€: Son los términos de error estimados
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Los modelos para las series del Estado de Michoacan y Jalisco se formularon de

manera similar.

Cabe destacar que la serie de Sinaloa (PSINALOA) es estacionaria originalmente
por lo que se estableci6 un modelo VAR con dos variables: PSINALOA Vs
APFISICO.

Con base en la estadistica de Ljung-Box no se rechaza la hipétesis de no

autocorrelacion de los errores.

Cuadro 11. Prueba Ljung-Box a los residuales de modelos VEC

MODELO AJUSTADO VEC Ljung-Box test Ho: No existe autocorrelacion

PMEX PFIS X-squared = 1.9158e-05, df = 1, p-value = 0.9965
PMICH PFISICO X-squared = 0.010036, df = 1, p-value = 0.9202
PJALISCO PFISICO X-squared = 0.029634, df = 1, p-value = 0.8633
MODELO AJUSTADO VAR

PSINALOA APFISICO X-squared = 0.010869, df = 1, p-value = 0.917

Fuente: Elaboracion propia. A indica la primera diferencia de la serie
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6.5 Prediccién del precio de maiz mediante modelos VEC

Se realiz6 un comparativo de los valores observados y predichos en los

siguientes seis meses y se obtuvieron los siguientes valores:

Cuadro 12. Precios observados y predichos obtenidos a partir de un modelo VEC,
serie México

PREDICHOS OBSERVADOS
Jul 2018 5.265407 5
Ago 2018 5.32044 5
Sept 2018 5.364324 4.75
Oct 2018 5.40364 4.75
Nov 2018 5.438702 4.3
Dic 2018 5.470321 6.3

Fuente: Elaboracion propia con datos de SNIIM

Cuadro 13. Precios observados y predichos obtenidos a partir de un modelo VEC,
Serie Michoacén

PREDICHOS OBSERVADOS
Jul 2018 5.266788 5
Ago 2018 5.294587 5
Sept 2018 5.319006 4.75
Oct 2018 5.34082 4.75
Nov 2018 5.360861 5
Dic 2018 5.379727 5

Fuente: Elaboracion propia con datos de SNIIM
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Cuadro 14. Precios observados y predichos obtenidos a partir de un modelo VEC,
Serie Jalisco

PREDICHOS OBSERVADOS
Jul 2018 5.318384 5.3
Ago 2018 5.346429 5.34
Sept 2018 5.373724 5.52
Oct 2018 5.399235 5.8
Nov 2018 5.423192 5.2
Dic 2018 5.445876 5.3

Fuente: Elaboracion propia con datos de SNIIM

Cuadro 15. Precios observados y predichos obtenidos a partir de un modelo VAR,
Serie Sinaloa

PREDICHOS OBSERVADOS
Jul 2018 4.528049 4.75
Ago 2018 4477373 4.6
Sept 2018 4.434453 5
Oct 2018 4.394323 5
Nov 2018 4.357027 5
Dic 2018 4.322354 5

Fuente: Elaboracion propia con datos de SNIIM
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En las siguientes graficas se presentan los prondsticos de las series analizadas

con base en los modelos VEC.
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Fuente: Elaboracion propia con datos de SNIIM
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Figura 30. Prediccion fuera de la muestra, serie Jalisco, modelo VEC

Fuente: Elaboracion propia con datos de SNIIM
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Figura 31. Prediccion fuera de la muestra, serie Sinaloa, modelo bivariado
VAR(1)

Fuente: Elaboracion propia con datos de SNIIM
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6.6 Modelos vectoriales autorregresivos (VAR)

Existen metodologias para la modelacién de series de tiempo univariadas y
multivariadas. En este caso se considera beneficioso el uso de modelos
multivariados que tomen en cuenta la mayor cantidad de informacion disponible

para la realizacion de prondsticos.

Uno de los objetivos de los modelos multivariados en series de tiempo es
establecer las relaciones e interacciones entre variables, por lo tanto, se tuvo
como objetivo mostrar la influencia que ejercen las variables: precio de maiz en
fisico (FOB) y precio de futuros sobre los precios de maiz en México en cuyo
caso, el uso de estas variables proporciona una mejora en los prondsticos

comparados con los obtenidos mediante modelos univariados ARIMA.

En un sentido estricto, en un modelo VAR todas las variables deben ser
estacionarias en forma conjunta (Gujarati y Porter, 2010), atendiendo esto, se
establecieron los modelos VAR con las series estacionarias: APMéxico APFisico
PFuturo, APMichoacan APFisico PFuturo, APJalisco APFisico PFuturo, PSinaloa
APFisico PFuturo. Donde las series: precio de México, precio de Michoacan,
precio de Jalisco y precio fisico son no estacionarias y fueron transformadas?? y

las series: precio de Sinaloa y precio futuro son estacionarias 1(0).

22 A Denota que la serie ha sido diferenciada una vez

72



La estimacion de los parametros de los modelos VAR en forma matricial se puede

expresar de la siguiente manera:

APMEX
APFIS
PFUT

aAPMEX
alAPFIS
aFFUT

B11 Bz Bis
+|B21 B2z B2z
B31 B3z Pas

'SAPMEX]

APMEX
APFIS
PFUT

APMEX
APFIS
PFUT

+...+|B21 B2z PBos

B11 Bz ,813]
P31 Bsz PBas

t-1 t—p

+ | €apFis
| EpFUT

Donde:

PMEX: Es el precio de maiz en el estado de México
PFIS: Es el precio de maiz en fisico en Estados Unidos
PFUT: Es el precio de futuros.

A: Es el operador de diferencias

a: Es el intercepto

B: Parametros a estimar

La seleccién del rezago adecuado para cada modelo VAR con tres variables se
realizd6 mediante un procedimiento equivalente al seguido en los modelos VEC.
Se construyeron modelos con p =1y p = 2 rezagos para el precio de maiz en

México, Jaliscoy Sinaloay p = 1y p = 3 para el precio de maiz en Michoacan.

Posteriormente se procedio a la estimacion de los parametros de los modelos. El
método usual para la estimacion de los parametros en los modelos VAR es
Minimos Cuadrados Ordinarios (MCO) aplicado a cada ecuacion por separado
(Gujarati y Porter, 2010).
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La estabilidad dinamica de un modelo VAR consiste en que ante una
perturbacion o choque aleatorio las variables regresen a su trayectoria de
equilibrio de largo plazo; de lo contrario el modelo es inestable con un
comportamiento explosivo (Loria, 2007). Siempre que las raices caracteristicas
del sistema sean menores a uno en valor absoluto. En este caso las raices del
polinomio caracteristico obtenidas en cada uno de los modelos planteados son

menores a uno, por lo que se considera que modelos estimados son estables.

El p valor = 0.05 asociado a la prueba de Ljung-Box indica no se rechaza la
hipoétesis de no autocorrelacion de los errores en los modelos VAR (Cuadro 16).
Se verificd que los residuales exhiban un comportamiento similar a ruido blanco
mediante sus funciones de autocorrelacion simple y parcial, asimismo, se
realizaron pruebas de raiz unitaria para verificar que los errores sean

estacionarios.

En los modelos VAR no se acostumbra a analizar los coeficientes de regresion
estimados ni sus significancias estadisticas; tampoco la bondad del ajuste (R?
ajustado) de las ecuaciones individuales. Es comun que se verifique la ausencia
de correlacion serial de los residuos de las ecuaciones individuales del modelo y
la distribucién normal multivariada de éstos. Algunos investigadores efectian
pruebas adicionales, como la estabilidad del modelo, la significancia conjunta de
las variables consideradas, su direccién de causalidad, la cointegracién de los
residuos de las regresiones individuales y la descomposicion de la varianza del

error de prondstico (Arias y Torres, 2004).
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Cuadro 16. Prueba Ljung-Box a los residuales de los modelos VAR

SERIE MODELO Ljung-Box test

Ho: No existe autocorrelacion

APMEXICO APFISICO VAR (1) X-squared = 0.019114, df =1
PFUTURO

p-value = 0.89
APMEXICO APFISICO VAR (2) X-squared = 0.19274, df =1
PFUTURO

p-value = 0.6606
APMICHOACAN APFISICO VAR (1) X-squared = 0.008472, df =1
PFUTURO

p-value = 0.9267
APMICHOACAN APFISICO VAR (3) X-squared = 0.00040389, df = 1
PFUTURO

p-value = 0.984
APJALISCO APFISICO VAR (1) X-squared = 0.035861, df =1
PFUTURO

p-value = 0.8498
APJALISCO APFISICO VAR (2) X-squared = 0.0047847,df = 1
PFUTURO

p-value = 0.9449
PSINALOA APFISICO VAR (1) X-squared = 0.00048973, df = 1
PFUTURO

p-value = 0.9823
PSINALOA APFISICO VAR (2) X-squared = 0.00078182, df = 1
PFUTURO

p-value = 0.9777

Fuente: Elaboracion propia.
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Los pronésticos de los modelos VAR para los meses de julio a diciembre de 2018

se muestran a continuacion:

Cuadro 17. Precios observados y predichos obtenidos a partir de los modelos
VAR, serie México

PREDICHOS PREDICHOS OBSERVADOS
VAR(1) VAR(2)

Jul 2018 5.239002 5.283500 5

Ago 2018 5.266470 5.312557 5

Sept 2018 5.289488 5.322914 4.75

Oct 2018 5.313013 5.332864 4.75

Nov 2018 5.336441 5.343970 4.3

Dic 2018 5.359846 5.355617 6.3

Fuente: Elaboracion propia.

Cuadro 18. Precios observados y predichos obtenidos a partir de los modelos
VAR, serie Michoacan

PREDICHOS  PREDICHOS OBSERVADOS
VAR(1) VAR(2)

Jul 2018 5.249819 5.078685 5

Ago 2018 5.265032 5.129401 5

Sept 2018 5.280436 5.069171 4.75

Oct 2018 5.295738 5.088467 4.75

Nov 2018 5.311031 5.070352 5

Dic 2018 5.326306 5.072713 5

Fuente: Elaboracion propia.
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Cuadro 19. Precios observados y predichos obtenidos a partir de los modelos

VAR, serie Jalisco

PREDICHOS PREDICHOS OBSERVADOS
VAR(1) VAR(2)
Jul 2018 5.316005 5.307016 5.3
Ago 2018 5.337683 5.319324 5.34
Sept 2018 5.359665 5.336745 5.52
Oct 2018 5.381652 5.354584 5.8
Nov 2018 5.403609 5.371191 5.2
Dic 2018 5.425533 5.387496 5.3

Fuente: Elaboracion propia.

Cuadro 20. Precios observados y predichos obtenidos a partir de los modelos

VAR, serie Sinaloa

PREDICHOS  PREDICHOS OBSERVADOS
VAR(1) VAR(2)

Jul 2018 4.639459 4.619207 4.75

Ago 2018 4.689733 4.651813 4.6

Sept 2018 4.736690 4.662214 5

Oct 2018 4.777827 4.674476 5

Nov 2018 4.813927 4.682537 5

Dic 2018 4.845571 4.685028 5

Fuente: Elaboracion propia.
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En las siguientes graficas se presentan los prondsticos de las series analizadas

con base en los modelos VAR.
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Figura 32. Prediccion fuera de la muestra, serie México, modelo VAR(2)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 33. Prediccién fuera de la muestra, serie México, modelo VAR(1)

Fuente: Elaboracion propia con datos de SNII
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Figura 34. Prediccion fuera de la muestra, serie Michoacan, modelo VAR(3)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 35. Prediccién fuera de la muestra, serie Michoacan, modelo VAR(1)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 36. Prediccion fuera de la muestra, serie Jalisco, modelo VAR(2)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 37. Prediccion fuera de la muestra, serie Jalisco, modelo VAR(1)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 38. Prediccion fuera de la muestra, serie Sinaloa, modelo VAR(2)

Fuente: Elaboracion propia con datos de SNIIM
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Figura 39. Prediccién fuera de la muestra, serie Sinaloa, modelo VAR(1)

Fuente: Elaboracion propia con datos de SNIIM
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6.7 Evaluacién de la capacidad predictiva de los modelos

Para determinar la capacidad de prondstico de los modelos se utilizaron tres
medidas: la U de Theil, la raiz del error cuadratico medio (RECM) y el error
porcentual absoluto medio (MAPE) (Cuadro 21). No6tese que la U de Theil es una
medida que oscila entre 0 y 1. Si el coeficiente de Theil es igual 0, significa que
el prondostico es perfecto (exacto) y si el coeficiente de Theil es igual a 1 no se

justifica el uso del método bajo estudio.

En la serie de precios del estado de México, los modelos con mejor desempefio
en la prediccion fuera de la muestra fueron los modelos univariados ARIMA,
donde se obtuvo el menor error porcentual absoluto medio (MAPE), que indica
que la prediccion esta errada en un 11.32%. Estos mismos modelos obtuvieron
la menor U de Theil igual a 0.06 y la menor raiz del error cuadratico medio

(RECM) igual a 0.56, en comparacion con los modelos multivariados VEC y VAR.

En la serie de precios del estado de Michoacan el modelo VAR(3) tuvo un error
porcentual absoluto medio (MAPE) igual a 3.47, lo que significa que el pronéstico
esta errado en 3.47% , ademas, este mismo modelo obtuvo la menor U de Theil
igual a 0.02 y la menor raiz del error cuadratico medio (RECM) igual a 0.4

comparado con los modelos univariados ARIMA.

De forma similar, en la serie de Sinaloa se tuvo un mejor desempefio en los
modelos multivariados, teniendo los menores valores de U de Theil, RECM y
MAPE en el modelo VAR(1), con valores de 0.018, 0.34 y 3.36 respectivamente.

En estos ultimos dos casos se pone en evidencia que la inclusién de variables

del mercado internacional si mejor6é notablemente los pronaosticos.

Por otra parte, en la serie de precios correspondiente al precio de maiz en el
estado de Jalisco, los criterios utilizados no son determinantes en la seleccion de
un modelo en particular, sin embargo, los modelos VEC, MA(2) y VAR(2)
mostraron mejores predicciones con respecto a los otros modelos probados.
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Cuadro 21. Criterios de discriminacion de modelos

SERIE MODELO U de THEIL RECM MAPE

ALn(PMEXICO) MA (1) 0.06358093 0.6033882 11.53

ALn(PMEXICO) ARIMA 0.06313138* 0.5657197* 11.32
(1,0,1)

PMEXICO PFISICO VEC 0.0673582 0.8829734 13.01
APMEXICO APFISICO PFUTURO VAR (1) 0.06470929 0.6957609 12.05
APMEXICO APFISICO PFUTURO VAR (2) 0.0665215 0.7558402 12.58
ALn(PMICHOACAN) AR (1) 0.04176587 1.000933 8.37
ALn(PMICHOACAN) MA (1) 0.04192237 1.005392 8.41
PMICHOACAN PFISICO VEC 0.04189153 1.005021 8.40
APMICHOACAN APFISICO VAR (1) 0.03826351 0.909725 7.61
PFUTURO
APMICHOACAN APFISICO VAR (3) 0.02039022* 0.4118365* 3.47*
PFUTURO
ALn(PJALISCO) MA (2) 0.01911703 0.0169519* 2.99
ALn(PJALISCO) MA (1) 0.01914904 0.02830746 2.96
PJALISCO PFISICO VEC 0.01903459* 0.0625275 2.84
APJALISCO APFISICO PFUTURO VAR (1) 0.01923547 0.09628652 2.79
APJALISCO APFISICO PFUTURO VAR (2) 0.01969396 0.1566225 2.74*%
ALn(PSINALOA) ARIMA(L,0,1) 0.02801955 0.5875598 4.83
ALn(PSINALOA) MA (1) 0.03769274 0.8033393 8.83
PSINALOA APFISICO VAR (1) 0.05585223 1.157964 9.52
PSINALOA APFISICO PFUTURO VAR (1) 0.01880703* 0.3457012* 3.46*
PSINALOA APFISICO PFUTURO VAR (2) 0.0202024 0.5612291 4.96

Fuente: Elaboracion propia. *Modelo con mejor desempefio segin los criterios
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Estos resultados respaldan la hipotesis propuesta por (Araujo, 2011) quien
sostiene que existe integracion entre los mercados de maiz en México y los
Estados Unidos, sin embargo, dicha integracion varia entre los distintos
mercados regionales en México. Asimismo, los resultados apoyan la hip6tesis de
(Godinez y Fuentes , 2008) y Ortiz y Montiel (2017) en el caso de la serie del
Estado de México, donde se prueba que los precios de futuros no se encuentran

relacionados con el precio de este estado.

7. CONCLUSIONES

En tres de las series analizadas los modelos multivariados VAR y VEC tuvieron
un mejor desempefio en la prediccion fuera de la muestra por lo que se

consideran mejores predictores.

La hipétesis de la influencia de los precios de futuros de maiz y precio de maiz
en fisico sobre los precios en México solo se cumple para tres de las series

analizadas.

La influencia de los precios de Estados Unidos no es igual en los dos estados
analizados, porque en la serie de precios del Estado de México el modelo con
mejor desempefio en la prediccion fue el ARIMA (1,0,1), esto indica que en este
caso no resulto beneficioso el uso de modelos multivariados y muestra que los

modelos ARIMA también son una buena herramienta para realizar pronosticos.

La metodologia de modelos univariados o multivariados no es determinante en

la precision de las predicciones obtenidas en todas las series analizadas.

Los modelos propuestos proporcionan un predictor para los precios de maiz en
México y constituyen una herramienta util en la planeacién y toma de decisiones
referentes al proceso productivo y comercializacion de maiz y productos
relacionados. Se pretende que los resultados anteriores permitan hacer un
analisis de las politicas ya implementadas referentes al mercado de maiz en

México, para finalmente proponer nuevas acciones.
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9. APENDICE

Apéndice 1. ACF Y PACF de las series originales
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Apéndice 2. Verificacion de ruido blanco en residuales en modelos univariados
Residuals from ARIMA(1,0,0) with non-zero mean
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Figura. Gréfico de residuales, funcién de autocorrelacion parcial y gréafico de

distribucion normal del modelo ajustado a la serie MICHOACAN.

90



Residuals from ARIMA(0,0,1) with non-zero mean
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Figura. Gréfico de residuales, funcién de autocorrelacién parcial y gréfico de
distribucién normal del modelo ajustado a la serie JALISCO.

Residuals from ARIMA(0,0,2) with non-zero mean
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Residuals from ARIMA(0,0,1) with non-zero mean
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Figura. Gréafico de residuales, funcién de autocorrelacion parcial y grafico de

distribucion normal del modelo ajustado a la serie JALISCO.

Residuals from ARIMA(1,0,1) with non-zero mean
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Figura. Gréfico de residuales, funcién de autocorrelaciéon parcial y gréafico de

distribucion normal del modelo ajustado a la serie SINALOA
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Residuals from ARIMA(0,0,1) with non-zero mean
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Figura. Gréfico de residuales, funcién de autocorrelacién parcial y gréfico de

distribucion normal del modelo ajustado a la serie SINALOA

Apéndice 3. Coeficientes estimados de modelos VEC

MODELO VEC: PMEXICO PFISICO
summary (VEC_MEX_FIS$rim)
Response serieMEXICO.in.d :

call:
Tm(formula = serieMEXICO.in.d ~ ectl + constant + serieMEXICO.in.dl11l
+

PRECIOSFISICOS.in.d11l - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-1.46895 -0.06908 0.00176 0.07871 1.02755

Coefficients: ]
Estimate Std. Error t value Pr(>|t])

ectl -0.06472 0.02057 -3.146 0.00189 =*=*
constant 0.04577 0.01758 2.603 0.00987 **
serieMEXICO.in.d11 -0.10205 0.06668 -1.531 0.12733
PRECIOSFISICOS.1in.d11 -0.03119 0.06861 -0.455 0.64989
Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.2169 on 216 degrees of freedom
Multiple R-squared: 0.06188, Adjusted R-squared: 0.04451
F-statistic: 3.562 on 4 and 216 DF, p-value: 0.00775

Response PRECIOSFISICOS.in.d :
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call:
Tm(formula = PRECIOSFISICOS.in.d ~ ectl + constant + serieMEXICO.in.d
11 +

PRECIOSFISICOS.in.d11l - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-1.36233 -0.07612 -0.00810 0.06971 0.79745

Coefficients: ]
Estimate std. Error t value Pr(>|t])

ectl 0.065366 0.020983 3.115 0.00209 **
constant -0.019752 0.017936 -1.101 0.27202
serieMEXICO.in.d11 -0.002809 0.068014 -0.041 0.96709
PRECIOSFISICOS.in.d11 0.011095 0.069993 0.159 0.87420
Signif. codes: 0 ‘***’ (0.001 ‘**’ 0.01 “*’ 0.05 “.” 0.1 “ ’ 1

Residual standard error: 0.2213 on 216 degrees of freedom
Multiple R-squared: 0.04826, Adjusted R-squared: 0.03064
F-statistic: 2.738 on 4 and 216 DF, p-value: 0.02973

summary (VEC_MICH_FIS$rim)
Response serieMICHOACAN.in.d :

call:
Tm(formula = serieMICHOACAN.in.d ~ ectl + constant + serieMICHOACAN.1
n.d11l +

PRECIOSFISICOS.in.d11 - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-1.48588 -0.04966 -0.01163 0.05474 1.07144

Coefficients:

Estimate std. Error t value Pr(>|t])
ectl -0.044625 0.032261 -1.383 0.1680
constant 0.046663 0.026410 1.767 0.0787 .
serieMICHOACAN.in.d11 0.003877 0.072173 0.054 0.9572
PRECIOSFISICOS.in.d11 -0.058572 0.073537 -0.796 0.4266

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.” 0.1 “ ’ 1

Residual standard error: 0.2319 on 216 degrees of freedom
Multiple R-squared: 0.01556, Adjusted R-squared: -0.002673
F-statistic: 0.8534 on 4 and 216 DF, p-value: 0.4929

Response PRECIOSFISICOS.in.d :

call:
Tm(formula = PRECIOSFISICOS.in.d ~ ectl + constant + serieMICHOACAN. i
n.dl1l +

PRECIOSFISICOS.in.d11 - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-1.36343 -0.08228 0.00720 0.07490 0.70326

Coefficients:
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Estimate Std. Error t value Pr(>|[t])
ectl 0.16372 0.02929 5.589 6.84e-08 ***
constant -0.09776 0.02398 -4.077 6.43e-05 ***
serieMICHOACAN.in.d11 -0.02756 0.06553 -0.421 0.675
PRECIOSFISICOS.in.d11 0.04315 0.06677 0.646 0.519

Signif. codes: 0 “***’ 0,001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.2106 on 216 degrees of freedom
Multiple R-squared: 0.1379, Adjusted R-squared: 0.122
F-statistic: 8.639 on 4 and 216 DF, p-value: 1.74e-06

summary (VEC_JAL_FIS$rTm)
Response serielALISCO.in.d :

call:
Tm(formula = serieJALISCO.in.d ~ ectl + constant + serieJALISCO.in.d]
1+

PRECIOSFISICOS.in.d11 - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-0.47547 -0.07265 -0.01263 0.06866 0.88743

Coefficients:

Estimate Sstd. Error t value Pr(>|t])
ectl -0.02424 0.01584 -1.531 0.1273
constant 0.02074 0.01140 1.820 0.0701 .
serieJALISCO.in.d11 0.12227 0.06798 1.799 0.0735 .
PRECIOSFISICOS.in.d11 -0.03515 0.04981 -0.706 0.4812

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.1586 on 216 degrees of freedom
Multiple R-squared: 0.03317, Adjusted R-squared: 0.01527
F-statistic: 1.853 on 4 and 216 DF, p-value: 0.1199

Response PRECIOSFISICOS.in.d :

call:
Tm(formula = PRECIOSFISICOS.in.d ~ ectl + constant + serieJALISCO.1in.
dil +

PRECIOSFISICOS.in.d11l - 1, data = data.mat)

Residuals:
Min 1Q Median 3Q Max
-1.29187 -0.07969 -0.01234 0.06935 0.73317

Coefficients:

Estimate Std. Error t value Pr(>|t])
ectl 0.08793 0.02161 4.069 6.63e-05 **=*
constant -0.01234 0.01555 -0.793 0.428
serieJALISCO.in.d11 0.11967 0.09276 1.290 0.198
PRECIOSFISICOS.in.d11 0.01535 0.06797 0.226 0.822

Signif. codes: 0 ‘***’ (0,001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ ’ 1

Residual standard error: 0.2164 on 216 degrees of freedom
Multiple R-squared: 0.0894, Adjusted R-squared: 0.07254
F-statistic: 5.302 on 4 and 216 DF, p-value: 0.0004314
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summary (VAR_SINALOA_FIS)

VAR Estimation Results:

Endogenous variables: SINA, diff.PRECIOSFISICOS.1in.
Deterministic variables: const

Sample size: 220

Log Likelihood: -107.506

Roots of the characteristic polynomial:

0.9238 0.05471

call:

VAR(y = SINALOA_FIS, p = 1)

Estimation results for equation SINA:

SINA = SINA.11 + diff.PRECIOSFISICOS.in..11 + const

Estimate Std. Error t value Pr(>|t])

SINA.T1 0.92436 0.02564 36.047 < 2e-16 ***
diff.PRECIOSFISICOS.in..11 0.28363 0.12904 2.198 0.02901 *
const 0.27879 0.09973 2.795 0.00565 **
Signif. codes: 0 ‘***’ (0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ ’ 1

Residual standard error: 0.4288 on 217 degrees of freedom
Multiple R-Squared: 0.8573, Adjusted R-squared: 0.856
F-statistic: 651.9 on 2 and 217 DF, p-value: < 2.2e-16

Estimation results for equation diff.PRECIOSFISICOS.1in.:

diff.PRECIOSFISICOS.in. = SINA.11 + diff.PRECIOSFISICOS.in..11 + cons

t

Estimate Std. Error t value Pr(>|t])
SINA.11 -0.001851 0.013498 -0.137 0.891
diff.PRECIOSFISICOS.in..11 -0.055243 0.067923 -0.813 0.417
const 0.018155 0.052493 0.346 0.730

Residual standard error: 0.2257 on 217 degrees of freedom
Multiple R-Squared: 0.003122, Adjusted R-squared: -0.006066
F-statistic: 0.3398 on 2 and 217 DF, p-value: 0.7123

Covariance matrix of residuals:

SINA diff.PRECIOSFISICOS.1in.
SINA 0.1838388 0.0005892
diff.PRECIOSFISICOS.in. 0.0005892 0.0509336

correlation matrix of residuals:

SINA diff.PRECIOSFISICOS.1in.
SINA 1.000000 0.006089
diff.PRECIOSFISICOS.in. 0.006089 1.000000
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Apéndice 4. Diagnéstico de residuales en modelos VAR
ragram of fit and residuals tor diff. serneMieX1CO0an.
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VAR_MICH_FIS_FUT_P1

Diagram of fit and residuals for diff.serieMICHOACAN.in.
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VAR_SINA_FIS_FUT_P1

Diagram of fit and residuals for SINA
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Apéndice 5. Coeficientes estimados en modelos VAR

summary (VAR_MEX_FIS_FUT)#P=2

VAR Estimation Results:

Endogenous variables: diff.serieMEXICO.in., diff.PRECIOSFISICOS.in.,
PFUT

Deterministic variables: const

Sample size: 219

Log Likelihood: 167.811

Roots of the characteristic polynomial:

0.??41 0.3946 0.3946 0.3296 0.08457 0.01357

Call:

VAR(Y = MEX_FIS_FUT, p = 2)

Estimation results for equation diff.serieMEXICO.1in.:

diff.serieMEXICO.in. = diff.serieMEXICO.in..11 + diff.PRECIOSFISICOS.
in..11 + PFUT.11 + diff.serieMEXICO.in..12 + diff.PRECIOSFISICOS.1in..
12 + PFUT.12 + const

Estimate Std. Error t value Pr(>|t])

diff.serieMEXICO.1in..11 -0.12989 0.06820 -1.905 0.0582 .
diff.PRECIOSFISICOS.in..11 -0.02850 0.12595 -0.226 0.8212
PFUT.T1 0.07380 0.10626 0.695 0.4881
diff.serieMEXICO.in..12 -0.04792 0.06831 -0.702 0.4837
diff.PRECIOSFISICOS.in..12 0.15670 0.06790 2.308 0.0220 *
PFUT.12 -0.07069 0.10561 -0.669 0.5040
const 0.00847 0.03637 0.233 0.8161
Signif. codes: 0 ‘***’ (0,001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 * 1
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Residual standard error: 0.2208 on 212 degrees of freedom
Multiple R-Squared: 0.04225, Adjusted R-squared: 0.01515
F-statistic: 1.559 on 6 and 212 DF, p-value: 0.1606

summary (VAR_MICHOACAN_FIS_FUT)#P=3

VAR Estimation Results:

Endogenous variables: diff.serieMICHOACAN.in., diff.PRECIOSFISICOS.1in
., PFUT

Deterministic variables: const

Sample size: 218

Log LikeTihood: 179.211

Roots of the characteristic polynomial:

0.?%45 0.5938 0.5938 0.5298 0.5298 0.5157 0.4611 0.4611 0.3753

Call:

VAR(y = MICHOACAN_FIS_FUT, p = 3)

Estimation results for equation diff.serieMICHOACAN.in.:

diff.serieMICHOACAN.in. = diff.serieMICHOACAN.1in..11 + diff.PRECIOSFI
SICO0S.in..11 + PFUT.11 + diff.serieMICHOACAN.in..12 + diff.PRECIOSFIS
IC0S.in..12 + PFUT.12 + diff.serieMICHOACAN.1in..13 + diff.PRECIOSFISI
C0S.in..13 + PFUT.13 + const

Estimate Sstd. Error t value Pr(>|t])

diff.serieMICHOACAN.in..11 -0.01986 0.07009 -0.283 0.7772
diff.PRECIOSFISICOS.in..11 0.10591 0.13685 0.774 0.4399
PFUT.11 -0.13420 0.11378 -1.179 0.2396
diff.serieMICHOACAN.in..12 0.05617 0.06950 0.808 0.4199
diff.PRECIOSFISICOS.in..12 0.11301 0.13744 0.822 0.4119
PFUT.12 0.10471 0.15367 0.681 0.4964
diff.serieMICHOACAN.in..13 -0.15503 0.07254 -2.137 0.0337 *
diff.PRECIOSFISICOS.in..13 -0.03294 0.07250 -0.454 0.6501
PFUT.13 0.01229 0.11546 0.106 0.9153
const 0.05061 0.03869 1.308 0.1923
Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.2304 on 208 degrees of freedom
Multiple R-Squared: 0.04991, Adjusted R-squared: 0.008801
F-statistic: 1.214 on 9 and 208 DF, p-value: 0.2878
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summary (VAR_JALISCO_FIS_FUT)#p=2

VAR Estimation Results:

Endogenous variables: diff.serielJALISCO.in., diff.PRECIOSFISICOS.1in.,
PFUT

Deterministic variables: const

Sample size: 219

Log LikeTlihood: 247.353

Roots of the characteristic polynomial:

0.??54 0.4081 0.4081 0.2666 0.2666 0.172

Call:

VAR(y = JALISCO_FIS_FUT, p = 2)

Estimation results for equation diff.serieJALISCO.1in.:

diff.serieJALISCO.in. = diff.serieJALISCO.in..11 + diff.PRECIOSFISICO
S.in..11 + PFUT.T1 + diff.serieJALISCO.in..12 + diff.PRECIOSFISICOS.1
n..12 + PFUT.12 + const

Estimate Std. Error t value Pr(>|t])

diff.serieJALISCO.in..11 0.12352 0.06877 1.796 0.0739 .
diff.PRECIOSFISICOS.in..11 0.01260 0.09137 0.138 0.8904
PFUT.11 -0.01774 0.07745 -0.229 0.8190
diff.serieJALISCO.in..12 -0.12919 0.06868 -1.881 0.0614 .
diff.PRECIOSFISICOS.in..12 -0.02289 0.04910 -0.466 0.6416
PFUT.12 0.01676 0.07699 0.218 0.8279
const 0.01899 0.02628 0.723 0.4707
Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.” 0.1 “ ’ 1

Residual standard error: 0.1595 on 212 degrees of freedom
Multiple R-Squared: 0.03012, Adjusted R-squared: 0.002669
F-statistic: 1.097 on 6 and 212 DF, p-value: 0.3651

summary (VAR_SINALOA_FIS_FUT)#p=2

VAR Estimation Results:

Endogenous variables: SINA, diff.PRECIOSFISICOS.in., PFUT
Deterministic variables: const

Sample size: 219

Log Likelihood: 41.061

Roots of the characteristic polynomial:

O.?$74 0.8213 0.3226 0.3226 0.2758 0.05714

Call:

VAR(y = SINALOA_FIS_FUT, p = 2)

Estimation results for equation SINA:

SINA = SINA.11 + diff.PRECIOSFISICOS.in..11 + PFUT.11 + SINA.12 + dif
f.PRECIOSFISICOS.in..12 + PFUT.12 + const

Estimate std. Error t value Pr(>|t])
SINA.11 0.89669 0.07000 12.810 < 2e-16 **=*
diff.PRECIOSFISICOS.in..11 0.19753 0.23127 0.854 0.39400
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PFUT. 11 0.17018 0.19695 0.864 0.38853

SINA.12 -0.03971  0.07015 -0.566 0.57191
diff.PRECIOSFISICOS.in..12 -0.04613  0.12693 -0.363 0.71667
PFUT. 12 ~0.04904  0.19583 -0.250 0.80252
const 0.30224  0.09632 3.138 0.00194 **
Signif. codes: 0 “***’ 0,001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.4018 on 212 degrees of freedom
Multiple R-Squared: 0.8763, Adjusted R-squared: 0.8728
F-statistic: 250.4 on 6 and 212 DF, p-value: < 2.2e-16

summary (VAR_MEX_FIS_FUTP1)#P=1

VAR Estimation Results:

Endogenous variables: diff.serieMEXICO.in., diff.PRECIOSFISICOS.in.,
PFUT

Deterministic variables: none

Sample size: 220

Log Likelihood: 156.47

Roots of the characteristic polynomial:

0.9987 0.127 0.04757

call:

VAR(y = MEX_FIS_FUT, p = 1, type = "none'")

Estimation results for equation diff.serieMEXICO.1in.:

diff.serieMEXICO.in. = diff.serieMEXICO.in..11 + diff.PRECIOSFISICOS.
in..T11 + PFUT.T1

Estimate Std. Error t value Pr(>|t])

diff.serieMEXICO.1in..11 -0.119777 0.067810 -1.766 0.0787 .
diff.PRECIOSFISICOS.in..11 0.030029 0.066906 0.449 0.6540
PFUT.11 0.007822 0.006980 1.121 0.2636
Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 “ 1

Residual standard error: 0.2212 on 217 degrees of freedom
Multiple R-Squared: 0.01988, Adjusted R-squared: 0.006326
F-statistic: 1.467 on 3 and 217 DF, p-value: 0.2245

summary (VAR_MICHOACAN_FIS_FUTPL1)##P=1

VAR Estimation Results:

Endogenous variables: diff.serieMICHOACAN.in., diff.PRECIOSFISICOS.in
., PFUT

Deterministic variables: none

Sample size: 220

Log LikeTihood: 149.263

Roots of the characteristic polynomial:

0.?%89 0.06561 0.06561

Call:

102



VAR(y = MICHOACAN_FIS_FUT, p = 1, type = "none")

Estimation results for equation diff.serieMICHOACAN.in.:

diff.serieMICHOACAN.in. = diff.serieMICHOACAN.in..11 + diff.PRECIOSFI
SICOS.in..11 + PFUT.11

Estimate Std. Error t value Pr(>|t])
diff.serieMICHOACAN.in..11 -0.024100 0.068681 -0.351 0.726
diff.PRECIOSFISICOS.in..11 -0.030627 0.070911 -0.432 0.666
PFUT.T1 0.004683 0.007334 0.639 0.524

Residual standard error: 0.2328 on 217 degrees of freedom
Multiple R-Squared: 0.003183, Adjusted R-squared: -0.0106
F-statistic: 0.231 on 3 and 217 DF, p-value: 0.8748

summary (VAR_JALISCO_FIS_FUTPL)##pP=1

VAR Estimation Results:

Endogenous variables: diff.serieJALISCO.in., diff.PRECIOSFISICOS.in.,
PFUT

Deterministic variables: none

Sample size: 220

Log Likelihood: 232.466

Roots of the characteristic polynomial:

0.9985 0.09033 0.0419

call:

VAR(y = JALISCO_FIS_FUT, p = 1, type = "none")

Estimation results for equation diff.serieJALISCO.1in.:

diff.serielJALISCO.in. = diff.serielALISCO.in..11 + diff.PRECIOSFISICO
S.in..11 + PFUT.11

Estimate Std. Error t value Pr(>|t|)
diff.serieJALISCO.in..11 0.110358 0.067655 1.631 0.104
diff.PRECIOSFISICOS.in..11 -0.016895 0.048227 -0.350 0.726
PFUT.T1 0.005899 0.005041 1.170 0.243

Residual standard error: 0.1593 on 217 degrees of freedom
Multiple R-Squared: 0.02017, Adjusted R-squared: 0.006623
F-statistic: 1.489 on 3 and 217 DF, p-value: 0.2185

summary (VAR_SINALOA_FIS_FUTPL)#P=1

VAR Estimation Results:

Endogenous variables: SINA, diff.PRECIOSFISICOS.in., PFUT
Deterministic variables: none

Sample size: 220

Log LikeTihood: 29.453

Roots of the characteristic polynomial:

0.9995 0.8842 0.03824
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call:
VAR(Yy = SINALOA_FIS_FUT, p = 1, type = "none")

Estimation results for equation SINA:

SINA = SINA.11 + diff.PRECIOSFISICOS.in..11 + PFUT.11

Estimate Std. Error t value Pr(>|t])

SINA.11 0.94456 0.02556 36.950 <2e-16 *¥**
diff.PRECIOSFISICOS.in..11 0.27295 0.12586 2.169 0.0312 *
PFUT.T11 0.09661 0.04639 2.083 0.0385 *
Signif. codes: 0 ‘***’ (0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.” 0.1 ¢’ 1

Residual standard error: 0.4068 on 217 degrees of freedom
Multiple R-Squared: 0.9893, Adjusted R-squared: 0.9891
F-statistic: 6659 on 3 and 217 DF, p-value: < 2.2e-16

Apéndice 6. Prueba de raiz unitaria a modelos VAR

SERIE MODELO* PRUEBA DFA
APMEXICO APFISICO PFUTURO VAR (1) -4.486
p-value = 0.01
APMEXICO APFISICO PFUTURO VAR (2) -4.3807
(p-value =0.01)
APMICHOACAN APFISICO PFUTURO VAR (1) -5.9634
p-value = 0.01
APMICHOACAN APFISICO PFUTURO VAR (3) -5.6023,
p-value = 0.01
APJALISCO APFISICO PFUTURO VAR (1) -5.367
p-value = 0.01
APJALISCO APFISICO PFUTURO VAR (2) -5.0459,
p-value = 0.01
PSINALOA APFISICO PFUTURO VAR (1) -5.993
p-value = 0.01
PSINALOA APFISICO PFUTURO VAR (2) -5.4162
p-value = 0.01
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