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1. INTRODUCCION GENERAL

En programas de mejoramiento genético, la seleccion de animales con mérito
genético sobresaliente para caracteristicas de interés econdmico se espera impacte
positivamente los sistemas de produccion. Varias metodologias se han utilizado
para predecir el valor genético de los animales, procurando lograr mayor precision
y respuesta a la seleccion. El avance en las tecnologias moleculares ha permitido
la prediccion de valores gendmicos para el mejoramiento genético de plantas
(Crossa et al., 2010; Jannink, Lorenz & lwata, 2010) y animales (de los Campos,
Hickey, Pong-Wong, Daetwyler & Calus, 2013; Hayes, Bowman, Chamberlain,
Verbyla & Goddard, 2009; VanRaden et al., 2009). Paulatinamente, estas
tecnologias moleculares han ampliado su utilizacién, particularmente por la
reduccion en el costo de la genotipificacion en afios recientes. Esto ha posibilitado
obtener paneles densos de marcadores, que posteriormente se utilizan para
predecir los valores genéticos en poblaciones de animales (Meuwissen, Hayes &
Goddard, 2001).

Para predecir valores genéticos con exactitud, utilizando polimorfismos de un solo
nucleotido (SNPs), se requieren estudios en los que un gran niumero de ellos cubran
el genoma completo (de los Campos et al.,, 2013). Esto generalmente requiere
disponer de individuos con informacion fenotipica confiable y un namero
considerable de SNPs; de no ser asi, es complicado obtener ecuaciones apropiadas
gue relacionen SNPs con informacion fenotipica (Jannink et al., 2010; Meuwissen
et al., 2001).

En su momento, cuando Meuwissen et al. (2001) propusieron la seleccion
genomica, también decidieron que los efectos estimados de los marcadores fueran
imparciales; es decir, evitaron la seleccion de marcadores en el desarrollo del
modelo de prediccion. Una consecuencia de esa decision fue que se necesitan

estimar mas efectos predictores, p, que el numero, n, de observaciones usualmente



disponibles. El problema de disponer de mas SNPs que observaciones, se le refiere
en la literatura como “la maldicién de la dimensionalidad” (Bellman, 1969); o el
problema llamado “grandes p, pequefios n” (Jannink et al., 2010). La regresion lineal
multiple estandar no puede utilizarse sin seleccidén de variables, lo que entra en
conflicto con el objetivo original de evitar la seleccion de marcadores (Jannink et al.,
2010).

Para superar el problema de la dimensionalidad se han propuesto una variedad de
métodos; por ejemplo, la mejor prediccion lineal no sesgada (BLUP), regresién
ridge, regresion bayesiana, regresion kernel y métodos de aprendizaje automatico
(Jannink et al., 2010). Todos estos métodos fueron propuestos con el objetivo de
desarrollar modelos de prediccion en selecciobn genomica. Sin embargo, aun hay
necesidad de probar la prediccion de valores gendmicos utilizando algunos métodos
desarrollados para genética cuantitativa, como modelos multivariados en los cuales

se analizan simultaneamente mas de una caracteristica.

Ramirez-Valverde, Hernandez-Alvarez, Nufiez-Dominguez, Ruiz-Flores y Garcia-
Mufiiz (2007) compararon analisis univariados contra multivariados de variables de
crecimiento en evaluacion genética de ganado Angus y Tropicarne, y concluyeron
gue para algunas caracteristicas los andlisis bivariados mejoraron los estimadores
de la heredabilidad directa y materna, la exactitud de las predicciones de los valores
genéticos y la habilidad predictiva de los modelos. Por su parte, Seréo et al. (2013)
realizaron un estudio considerando informacién gendémica para el analisis uni- y
bivariado de ganancia diaria de peso y consumo de materia seca, ambas
componentes de eficiencia alimenticia. Los resultados de este estudio demuestran
la complementariedad de los analisis uni- y bivariados en estudios GWAS. Estos
autores argumentan que al considerar la covarianza entre los componentes se gana

precision estadistica.

El analisis gendmico multivariado es complejo de realizar y computacionalmente
demandante debido a la gran cantidad de SNPs del genotipado, pero

probablemente esto se justifique si se mejora la prediccion de valores gendémicos.
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Por tal motivo el objetivo del presente estudio fue comparar analisis univariados y
multivariados en la evaluacion gendmica de caracteristicas de crecimiento en

bovinos Suizo Europeo.

En el capitulo dos de esta Tesis, se revisa la literatura acerca de generalidades de
seleccibn gendmica, andlisis uni-y bivariados, marcadores moleculares,

metodologias para evaluacion gendmica y las perspectivas de seleccion gendémica.

Finalmente, en el capitulo tres, se presenta un estudio donde se comparan analisis
uni- contra bi-variados utilizando marcadores SNPs para la prediccion de valores

genomicos de pesos al hacimiento, al destete y al afio en bovinos Suizo Europeo.



2. REVISION DE LITERATURA

2.1. Marcadores genéticos

Los marcadores genéticos son puntos de referencia o anclaje de facil ubicacion que
ayudan en el estudio del material genético. Martinez, Helguera y Carrera (2010)
mencionaron que para que un marcador sea un buen punto de sefialamiento, es
necesario que tenga una ubicacion fisica en el genoma, ser polimérfico (dentro y
entre especies), de herencia mendeliana (preferentemente no epistatica), insensible
a efectos ambientales, codominante (individuos heterocigotos capaces de

diferenciarse de los homocigotos), de rapida identificacién y simple andlisis.

Existen gran variedad de marcadores, dependiendo del nivel biol6gico, que pueden
ser desde cambios fenotipicos heredables facilmente distinguibles, hasta la
variacion de un solo nucleétido de ADN. A continuacion, se describen diferentes

tipos de marcadores con mas detalle.

2.1.1. Marcadores morfolégicos

Los marcadores morfolégicos son caracteristicas fenotipicas de facil identificacion
visual, de herencia monogénica y predecibles con las leyes de Mendel. Ejemplos de
algunos marcadores morfologicos son color de fruto, forma de fruto, pubescencia,
presencia de cuernos, color de pelaje, tamafio y altura, entre otros (Martinez et al.,
2010) .

Los marcadores morfolégicos fueron de los primeros en utilizarse para explorar el
material genético, debido a que durante mucho tiempo el trabajo genético dependio
de encontrar variaciones de caracteristicas fenotipicas. Muchos biblogos,
incluyendo Charles Darwin, hicieron cruzamientos tratando de entender el
comportamiento del material genético, pero a quien se atribuye el mayor mérito es

a Gregor Mendel, quien descubrié como se segregaba la variacion genética de una



cruza en casos de herencia de un solo caracter, determinado por un solo gen con
dos formas alélicas (Eguiarte, Aguirre-Liguori, Jardén-Barbolla, Aguirre-Planter &
Souza, 2013).

Los marcadores morfologicos tienen algunas limitantes; por ejemplo, algunas
caracteristicas que son influenciadas por el ambiente resultan en mediciones
subjetivas que enmascaran el verdadero genotipo del individuo; pueden ser
dominantes o recesivas por lo que no se podria distinguir un individuo portador de
un gen recesivo; y existen caracteristicas donde intervienen varios genes
(epistasis), lo cual complica la observacion del caracter fenotipico. También hay
muchas caracteristicas dificiles o caras de medir como las de la canal, resistencia
a enfermedades, productividad de por vida y fertilidad, entre otras. Ademas, se
requieren hacer cruzas y observar la progenie, lo que puede implicar mucho tiempo
cuando se trata de animales con intervalos generacionales largos. No obstante, los
marcadores morfolégicos son baratos, faciles de usar y no requieren de equipo
sofisticado, sOlo se necesita determinar la caracteristica fenotipica a observar; son
utiles pues muchos de ellos se convierten en importantes descriptores que ayudan

en la clasificacion de nuevas variedades en plantas (Martinez et al., 2010).

2.1.2. Marcadores bioquimicos

Los marcadores bioquimicos son variaciones en ciertas proteinas codificadas por
un gen, que pueden ser detectados por técnicas bioguimicas. Los marcadores
bioquimicos mas comunes son las isoenzimas y las proteinas de reserva. Las
mutaciones en el ADN pueden ocasionar cambios en la secuencia de aminoacidos
durante la sintesis de una proteina. Estos polimorfismos pueden detectarse
mediante técnicas bioquimicas como la electroforesis, ya que los aminoacidos
tienen diferentes pesos moleculares (Lewontin & Hubby, 1966). Los marcadores
bioquimicos surgen en 1966 como una idea de Richard Lewontin, ya que los
marcadores morfolégicos, que eran los Unicos con los que se contaba en aquel

entonces, tenian muchas limitaciones. Lewontin sugirié aplicar una sencilla técnica



molecular para estudiar la variacion en poblaciones naturales, llamada
electroforesis de isoenzimas o alozimas, que basicamente consiste en separar
proteinas segun su carga y su tamafio usando un campo eléctrico. Estas proteinas
son codificadas por genes de herencia mendeliana y pueden analizarse usando los

fundamentos tedricos basicos de genética de poblaciones (Eguiarte et al., 2013).

Algunas desventajas de los marcadores bioquimicos se deben a limitantes de la
técnica de electroforesis (Seeb et al., 2011). Eguiarte et al. (2013) explican estas
limitantes: mediante electroforesis se pueden identificar variaciones del ADN que se
reflejan como diferencias en la movilidad de las bandas en los geles, pero no todos
los cambios en el ADN se reflejan como diferencias en dicha movilidad, ya que
puede cambiar uno o varios aminodcidos sin que se modifique la movilidad de la
proteina. Ademas, puede haber muchos cambios en el ADN que no necesariamente
se reflejan como cambios en los aminoacidos, dado que existen diferentes codones
gue codifican para un mismo aminoacido. Weaver (2012) menciona que no mas del
3% del ADN gendmico es finalmente traducido a proteinas y que s6lo unas pocas
de estas pueden mutar sin alterar la viabilidad de los animales. Lo anterior es otra

limitante porque no se podria estudiar el 97% del ADN restante.

2.1.3. Marcadores moleculares

Los marcadores moleculares son polimorfismos a nivel de ADN, segmentos o
nucleétidos simples, detectables bajo ciertas técnicas de biologia molecular, que
sirven como puntos de referencia para ilustrar la herencia de segmentos de
cromosomas a través de las generaciones. Martinez et al. (2010) mencionan
algunos marcadores moleculares y su clasificacion dependiendo de las
metodologias utilizadas para su deteccion: marcadores basados en hibridacion de
ADN; polimorfismos de longitud de los fragmentos de restriccion (RFLP);
repeticiones en tandem de numero variable (VNTR); los marcadores basados en la
amplificacion arbitraria o semi arbitraria del ADN son polimorfismos amplificados

aleatoriamente (RAPDS) y polimorfismos en la longitud de fragmentos amplificados



(AFLPs). Los marcadores moleculares basados en la amplificacion sitio-especifica

del ADN son microsatélites y sitios marcados por secuencias (STS).

Con el desarrollo de las técnicas de biologia molecular, surgieron diversos métodos
de deteccion de polimorfismos genéticos directamente a nivel de ADN; inicialmente
por el descubrimiento de las enzimas de restriccion. Posteriormente, con el
desarrollo de la reaccion en cadena de la polimerasa (PCR), se pudo analizar
polimorfismos de longitud de los fragmentos de restriccion y desarrollar nuevos
métodos de deteccién de marcadores moleculares (Grover & Sharma, 2014).

Entre las ventajas mas destacadas de los marcadores moleculares se encuentran:
alta heredabilidad, gran capacidad de detectar polimorfismos, posibilidad de
acceder a todas las regiones del genoma, independencia del estado fisico y de
desarrollo del individuo, independencia de las condiciones ambientales y posibilidad
de determinacion en cualquier tipo de células que contenga nucleo. Sin embargo,
algunos de ellos suelen ser caros, dificiles de implementar, de dificil lectura, o
requieren de equipo sofisticado para su estudio. Por estos motivos, algunos tipos
de marcadores se prefieren mas que otros y se eligen dependiendo del tipo de

estudio a realizar (Martinez et al., 2010).

2.1.4. Marcadores SNPs

Los polimorfismos de nucledtido simple (SNPs) pertenecen a la mas reciente
generacion de marcadores moleculares. Estos se basan principalmente en la
deteccién de polimorfismos provenientes del cambio de una sola base en una
secuencia de ADN vy representan solamente dos alelos simples (Martinez et al.,
2010).

La mayoria de los SNPs se localizan en regiones no codificantes y no influyen
directamente en el fenotipo de un individuo. No obstante, algunos introducen
mutaciones en secuencias expresadas o en regiones que influyen en la expresion

génica (promotores, potenciadores), y pueden inducir cambios en la estructura o



regulacion de las proteinas (Martinez et al., 2010). Dichos SNPs tienen el potencial

de detectar la variacion genética funcional.

Los SNPs incluyen la técnica clasica de RFLPs, pero no exactamente detectando la
apariciéon o abolicibn de un sitio de restriccion. El que puedan detectarse en
“arreglos” (chips) de fase sdlida sin necesidad del uso de electroforesis en geles
constituye una ventaja (Martinez et al., 2010). Polimorfismos especificos de
diferencias en un solo nucleétido (sustitucion, delecién o insercién) ocurren con

frecuencia en el genoma.

2.2. Seleccion genémica

La seleccién gendmica (SG) es una variante de la seleccién asistida por marcadores
moleculares, en la cual se utilizan como marcadores a los SNP distribuidos a lo largo
de todo el genoma, por lo que se espera que todos los loci de caracteristicas
cuantitativas (QTL) queden en desequilibrio de ligamiento con al menos un
marcador (Goddard & Hayes, 2007).

Hasta hace algunos afios la SG consistia en rastrear genes a través de marcadores,
dado que la mayoria de las caracteristicas econdmicas de interés estan
influenciadas por muchos genes y muchas veces los marcadores estaban en
equilibrio de ligamiento; la varianza genética explicada a través de estos métodos
era pequeia (Goddard & Hayes, 2007; Jannink et al., 2010). Los primeros en
proponer el término SG fueron Meuwissen et al. (2001), quienes sugirieron una
variante de la seleccién asistida por marcadores en la que gran cantidad de SNPs
se distribuyen por todo el genoma, asegurando de este modo que al menos un QTL
quede en desequilibrio de ligamiento con algun marcador, para después usar el

efecto de todos los marcadores y poder explicar la varianza genética.

La SG ha revolucionado el mejoramiento genético. Esto ha sido mas notorio para

caracteristicas de baja heredabilidad, expresadas tarde en la vida de los animales



o costosas de medir. La SG asume que todos los marcadores pueden estar ligados
a un gen que influye una caracteristica y se concentra en la estimacion de sus
efectos mas que en probar su significancia (Meuwissen, Hayes & Goddard, 2016).
La SG provee predictores mas precisos de los valores genéticos a edades
tempranas en la vida de los animales. Dos de las ventajas consecuentes de esto
son: a) incremento de la intensidad de seleccion, b) reduccion del intervalo entre
generaciones. Los incrementos en las tasas de mejoramiento genético varian de 10

a 100% dependiendo de la especie (Ibanez-Escriche & Simianer, 2015).

Los factores que permitieron que SG fuera factible (Meuwissen et al., 2001), fueron:
a) un contexto metodolégico adecuado, b) un mapa denso de marcadores SNP, y
c) una tecnologia de alto rendimiento para genotipar plataformas con un alto nimero

de SNPs a costo razonable.

La SG en bovinos para carne no ha sido adoptada tan ampliamente como en
bovinos lecheros, donde el impacto ha sido mayor (Ibanez-Escriche & Simianer,
2015). Este bajo nivel de adopcion puede explicarse porque la exactitud es
generalmente mas baja y porque las ventajas econdémicas no son tan grandes. La
SG es mas ventajosa para caracteristicas dificil de seleccionar de manera

tradicional (Meuwissen et al., 2016).

De acuerdo con Goddard y Hayes (2007), la prediccion del valor genético (EBV) de
un individuo utilizando informaciébn gendmica se realiza en tres pasos
principalmente: i) utilizar los marcadores para deducir el genotipo de cada animal
en cada QTL, ii) estimar el efecto del genotipo de cada QTL en la caracteristica de
interés, y iii) sumar el efecto de todos los genotipos de cada QTL en el animal para
obtener su EBV genomico (VGn). Sin embargo, ultimamente se ha optado por otros
meétodos para calcular los VGn; por ejemplo, se han utilizado los haplotipos en vez
de marcadores Unicos para aumentar la varianza genética explicada a través de SG
(Hayes et al., 2007; Mulder, Calus & Veerkamp, 2010).



Existen metodologias alternativas para la prediccion de valores gendmicos; por
ejemplo, Legarra, Aguilar y Misztal (2009); Aguilar, Misztal, Legarra y Tsuruta (2010)
y Chen, Misztal, Aguilar, Legarra y Muir (2011) han trabajado metodologias que
combinan pedigri y relaciones gendémicas. Este es un proceso que se realiza en una
sola etapa y permite una evaluacion que considera informacién fenotipica, de
pedigri y gendmica disponible. Adicionalmente, este método no tiene limitaciones

en los modelos para el analisis genémico.

2.2.1. Implementacién de un programa de mejoramiento

gendémico

La implementacion de un programa de mejoramiento genético para bovinos
productores de carne, basado en seleccion gendémica seria menos ventajoso que
en bovinos lecheros porque la prueba de progenie no es necesaria para
caracteristicas que pueden medirse en los candidatos a seleccidén a edad temprana
como la tasa de crecimiento (Meuwissen et al., 2016). Sin embargo, estos autores
sefialan que en esta especie existen caracteristicas dificiles de seleccionar como
eficiencia en la conversion alimenticia. Dado el costo de registrar estas
caracteristicas, resultaria oneroso establecer una poblacién de entrenamiento
grande. Estos autores sefialan que se podria establecer una poblacion de
entrenamiento multirracial y realizarse analisis no lineales basados en paneles de
SNPs de alta densidad o en informacién de secuenciacién. A pesar de estas
dificultades SG se ha implementado para Angus en Australia y Estados Unidos.
Primeramente se obtienen los valores genémicos utilizando informacién de ADN.
Hay dos maneras en que esto puede hacerse: primera, los genotipos pueden ser
provistos a la instancia que habra de obtener los valores gendmicos para calcular
las ecuaciones de prediccion; segunda, una organizacion comercial puede
proporcionar el servicio de genotipado y utilizar sus propias ecuaciones de
prediccién para obtener los valores genémicos, los que luego se transfieren a la
instancia que habra de incorporarlos a las evaluaciones genéticas (Meuwissen et

al., 2016). El proceso, sin embargo, pudiera ser mas complejo, lo importante es
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distinguir sus diferentes etapas (Boichard, Ducrocq, Croiseau & Fritz, 2016;
Goddard & Hayes, 2007).

2.2.2. Ventajas de la seleccion genémica

El avance genético anual, R = r,z i 04/L, esta determinado por la precision de la
prediccion del valor genético (ry4r),la intensidad de seleccion aplicada (i), la
magnitud de las diferencias genéticas aditivas entre animales (a,) y el intervalo entre
generaciones (L) (Boichard et al., 2016). Debido a la disponibilidad de tecnologias
moleculares y la posibilidad de obtener el genotipo de un animal a edades
tempranas, los intervalos generacionales tenderan a ser mas cortos, por tanto el
avance genético se espera sea mayor (Blasco & Toro, 2014; Goddard & Hayes,
2007; Yudin, Lukyanov, Voevoda & Kolchanov, 2016).

Las evaluaciones basadas en marcadores moleculares suelen ser mas precisas que
las evaluaciones cuantitativas tradicionales, lo cual representa una potencial tasa
de avance genético mayor. Crossa et al. (2010) mencionan acerca de hallazgos
basados en validaciones cruzadas, las cuales indican que los modelos que incluyen
informaciéon gendmica tienen una capacidad predictiva mas alta que los modelos
basados Unicamente en el pedigri. Para corroborar lo anterior, estos autores
trabajaron con un modelo de pedigri e informacion de plantas de trigo y maiz, las
ganancias en cuanto a capacidad de prediccion por la inclusibn de marcadores
variaron de 7.7 a 35.7%; mientras que la correlacion de valores observados y
predichos del conjunto de datos de maiz alcanzé valores de hasta 0.79.

La SG podria disminuir considerablemente el costo de operacidon en sistemas de
mejoramiento genético; por ejemplo, en bovinos lecheros se pueden seleccionar
animales jévenes mediante marcadores y evitar las pruebas de progenie, lo que
podria reducir los costos de operacion hasta 92% (Boichard et at., 2016; Schaeffer,
2006).
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En SG se separan las poblaciones de referencia y de prueba. Para la poblacion de
referencia es necesario tener los fenotipos y genotipos. Con metodologias
gendmicas se pueden evaluar caracteristicas dificiles o caras de medir; por ejemplo,
calidad de la canal, respuesta del animal a enfermedades, rendimiento bajo
condiciones comerciales, vida productiva, entre otras. La poblacion de
entrenamiento puede ser ganado comercial; por su parte, para la poblacién de
evaluacion basta con tener Unicamente el genotipo. Lo anterior posibilita la
reduccion en los costos para producir animales, ya que no habria necesidad de
registrar pedigries y fenotipos, con excepcion del costo del genotipado (Goddard &
Hayes, 2007).

En general, la seleccién de animales ocasiona un aumento de consanguinidad. Sin
embargo, la SG puede ser una herramienta util para reducir la tasa de
consanguinidad en programas de mejoramiento genético (Colleau et al., 2015;
Yudin et al., 2016). Esto es porque con la genotipificacion se pude saber con
precision el grado de parentesco entre individuos, permitiendo asi una mejor toma

de decision al momento de aparear animales.

2.2.3. Desventajas de la seleccién genémica

La seleccion gendmica con la ayuda de marcadores moleculares requiere de
poblaciones que cuenten con registros fenotipicos y conexién genética entre ellos;
estas poblaciones son de ayuda para conocer el tamafio y tipo de chip adecuado
para las caracteristicas de interés, el método estadistico apropiado y la habilidad
predictiva de estos entre otros. Sin embargo, esto resulta costoso y muchas veces
estas poblaciones de referencia suelen ser pequefias e insuficientes (Boichard et
al., 2016; Jannink et al., 2010).

Una particularidad de SG es el uso de paneles de alta densidad de marcadores y la
estimacién del efecto de cada marcador, consecuentemente se necesitan estimar

mas efectos de predictores p que el nimero n de las observaciones disponibles
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(Jannink et al., 2010). Por consiguiente se requieren metodologias de prediccion

mas sofisticadas (de los Campos et al., 2013; Jannink et al., 2010).

En las evaluaciones genéticas tradicionales con metodologias cuantitativas, las
principales fuentes de informacién son los registros fenotipicos y el pedigri. En las
evaluaciones gendmicas, adicionalmente se requiere de informacion de los
genotipos en términos de SNPs, la cual generalmente es costosa. Goddard y Hayes
(2007) mencionan que ésta es la principal limitante para la implementacién de SG.
Ademas, esto puede originar una dependencia tecnologica, ya que la
genotipificacion se realiza con equipo especializado, generalmente costoso,

técnicas especializadas y se tiene que realizar periédicamente.

Rajsic, Weersink, Navabi y Pauls (2016) estudiaron la viabilidad econémica de la
SG y encontraron que en la mayoria de las ocasiones es conveniente aplicar la SG
en programas de mejoramiento genético. Sin embargo, en algunos casos el alto
costo de algunas de sus fases dificulta su implementacién. En otros casos, por
ejemplo, animales adultos probados a través de su progenie, suelen tener
exactitudes de prediccion altas por lo que la ganancia adicional de exactitud a través
de SG puede ser de baja magnitud (Goddard & Hayes, 2007).

Las ecuaciones de prediccidon usadas en SG requieren ser recalculadas cada cierto
ndamero de generaciones y no se pueden usar arbitrariamente en razas diferentes
de donde fueron obtenidas (De Roos, Hayes & Goddard, 2009; Kachman et al.,
2013). A este respecto, Kachman et al. (2013) utilizaron poblaciones de
entrenamiento y evaluacién de diferente raza. Los resultados que obtuvieron, adn
en razas relativamente cercanas, indicaron una exactitud baja en la prediccién de
los valores gendmicos cuando la raza evaluada no estuvo representada en la
poblacion de entrenamiento. Sin embargo, incluir informacién de otras razas a una
poblacién de entrenamiento de una raza, posibilita obtener valores genémicos mas
robustos a través de razas. Boichard et al. (2016) mencionan que la SG depende
en gran medida de la relacién entre los candidatos de seleccion y la poblacion de

referencia; conforme aumenta el numero de generaciones que separan las
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poblaciones de seleccidon y entrenamiento se pierde la eficiencia de las ecuaciones
de prediccion debido a los eventos de recombinacion que se acumulan entre QTLs

y sus marcadores circundantes.

2.3. Algunas metodologias estadisticas para evaluacion

gendmica

En los modelos genéticos estandar, los resultados fenotipicos, y; (i =1, ...,n), se
consideran como la suma de un valor genético, g;, y un residual, ¢;; es decir y; =
gi + &, en el caso de SG se requieren superar varios desafios estadisticos, tales
como modelos capaces de hacer frente al problema de dimensionalidad, la
multicolinearidad entre marcadores o la complejidad de las caracteristicas
cuantitativas (Crossa et al., 2010).

En los modelos paramétricos para SG, g; se describe como una regresion en

covariables de marcadores x;; (j = 1, ... ,p, marcadores moleculares), de forma tal
que g; = X7, x;;B;, tal que y; = X7_, x;;B; + & (0 en notacién matricial, y = XB +
g), donde f; es la regresion de y; en la covariable correspondiente al j-ésimo

marcador x;; (Crossa et al., 2010; Meuwissen et al., 2001).

La estimacion de los coeficientes de regresién asociados con los marcadores, S,
mediante regresion multiple por métodos convencionales, como maxima
verosimilitud y minimos cuadrados no son viables. Esto es porque el niumero de
observaciones fenotipicas, n, es mucho menor que el numero de marcadores,
p,(n <<p)y lainversa de X‘X puede no existir, ya que son muy probables las
combinaciones lineales entre las columnas de X, es decir que exista
multicolinealidad (Crossa et al., 2010; Nicolas, 2013).

Una opcién para calcular los efectos de los marcadores es usar métodos

penalizados tales como regresion Ridge (RR), LASSO, la reproduccion de los
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espacios de Hilbert (reproducing kernel Hilbert spaces, RKHS), la mejor prediccion
lineal insesgada genomica (GBLUP), la regresion elastic-net (REN) entre otros
(Schaefer, Roi & Wolfe, 1984; Lopez, 2012; de los Campos et al., 2013; Jacquin,
Cao & Ahmadi, 2016). Estos métodos penalizados se basan en la minimizacion de
la suma de cuadrados del error (SCE), a través de restricciones de los posibles
valores de los estimadores para reducir la varianza, obteniendo asi estimaciones

mas precisas (Kyung, Gilly, Ghoshz & Casellax, 2010; Nicolas, 2013).

2.3.1. Regresion Ridge

Uno de los métodos mas antiguos de estimacion penalizada es RR (Hoerl &
Kennard, 1970). El estimador tipo Ridge de los coeficientes de regresion se obtiene

mediante la ecuacion:
Brr = (XEX + AggD)~Xty

donde Az = 0 es una constante no negativa que controla la bondad de ajuste y la
y la complejidad del modelo, medida por la suma de cuadrados de los coeficientes
de regresion o la norma L2 de B (Lopez, 2012). El pardmetro de Ridge Ay, se debe
estimar usando los datos (Le Cessie & Van Houwelingen, 1992; Lee & Silvapulle,
1988; Schaefer et al., 1984):

1. A, = el valor de B; donde se estabiliza el grafico, conocido como la traza de

Ridge.
1
2. /11 == ﬁ
p+1
3. /12 = W
4. 2, = (211—100/1,,).

99

donde 4, y 4, son el menor y mayor valor propio de X*X.
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Lépez (2012) menciona que la penalizacibn en RR se hace para la suma de
cuadrados de los residuales, RSS(y,8) = (y — XB)*(y — Xp), sujeto a la norma Lz:

SS(B) = ¥¥_, B} < t; 0 equivalentemente:

A 14
Biw = ming {(y XD XB) e ) ﬁf}

La penalidad cuadratica induce la contraccidn de los coeficientes de regresion
estimados hacia cero, lo que introduce un sesgo pero al mismo tiempo reduce la

varianza de los estimadores (Hoerl & Kennard, 1970; Zou & Hastie, 2005).

Zou y Hastie (2005) mencionan que RR no proporciona un modelo parsimonioso,
ya que mantiene todas las variables en el modelo, es decir, el grado de contraccion
es homogéneo entre los marcadores. Por esta razén, este método puede no ser
apropiado ya que algunos marcadores estan localizados en regiones no asociadas
con la varianza genética, mientras que los marcadores en otras regiones pueden
estar vinculados a QTL (Goddard & Hayes, 2007). Otra desventaja de este método

es que Az depende de g, que es desconocido y que penaliza a todos los ;, estén

0 no en la relacion de colinealidad (Nicolas, 2013).

2.3.2. Regresion LASSO

La regresion LASSO propuesta por Tibshirani (1996) es otro método de estimacion
penalizada, el cual, a diferencia de RR, estima los coeficientes de regresion lineal a

través de minimos cuadrados con la restriccion L1 (Park & Casella, 2008), esto es:
B = ming{(y — XB)* (v — XB) + 4, Z}_,|B;[} (1)

En los resultados de la Regresion LASSO, algunos coeficientes se hacen cero, lo
qgue hace al modelo parsimonioso, es decir realiza seleccion de variable y

contraccion simultaneamente (Lopez, 2012; Nicolas, 2013).
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Para resolver el problema de la Regresion Lasso, ecuacion (1), Efron, Hastie,
Johnstone y Tibshirani (2004) propusieron el algoritmo LARS (Least Angle
Regression). Este procedimiento contiene una formula matematica simple para
acelerar los calculos, que produce modelos estimados de forma semejante a los
procedimientos de seleccion de variables hacia adelante y hacia atras, pero que con
una pequefia modificacion también puede obtener estimaciones LASSO (Nicolas,
2013).

De manera similar que la RR, la regresion LASSO presenta algunas desventajas
(Zou & Hastie, 2005). Asi, cuando p > n, la regresion LASSO selecciona a lo masn
variables; en presencia de altas correlaciones por pares en subconjuntos de
variables, elige una de cada subconjunto sin importar cual de ellas es seleccionada,
y si todos los predictores estan correlacionados, la regresion LASSO es superada
por la RR (Nicolas, 2013; Tibshirani, 1996; Zou & Hastie, 2005).

2.3.3. Regresion Elastic Net
Debido a las limitaciones de la regresién LASSO:

1. Enelcasode que p > n, laregresion LASSO selecciona a lo mas n variables

debido a que es un problema de optimizacion convexa (L6pez, 2012).

2. Si existe algun grupo de covariables entre las cuales las correlaciones por
pares son muy altas, entonces la regresiéon LASSO tiende a seleccionar
solamente una variable del grupo sin importar cuél de ellas es seleccionada
(Nicolas, 2013).

3. En situaciones usuales p >n, la regresion LASSO se desempefia

insatisfactoriamente cuando los predictores estan correlacionados y en esta

situacion es superada por la RR (Tibshirani, 1996).
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Zou y Hastie (2005) propusieron el método REN para mejorar el desempefio de la
Regresion LASSO; cuya funcidn de penalidad es la combinacion de las normas de
RR y la Regresion LASSO (L1 y L2), es decir:

P p p
Ben = ming {(y —XB)y-XB)+ 4 zj=1|ﬁj| t 4z zJ'=1I8jz}

donde 4, y 1, son constantes no negativas, las cuales controlan el peso asignado a
las penalidades L1 y L2 respectivamente. Este problema de optimizacion es

equivalente a:
ming{(y — XB)*(y — XB)}, sujeto a las restricciones: (1 — a) X7_, [8;| + a X¥_, B} < ¢t

donde a =1,/(4; +4,) y t es una constante arbitraria positiva (Lopez, 2012;
Nicolas, 2013).

Para resolver el problema de la REN eficientemente, Zou y Hastie (2005)
propusieron el algoritmo LARS-EN, basado en el algoritmo LARS propuesto por

Efron et al. (2004) para resolver el problema de la regresion LASSSO.

2.3.4. Regresion Kernel (RKHS)

La RKHS es un método de regresion semiparamétrica auxiliar para modelar la
epistasis en la prediccién de valores gendmicos, ya que se considera que puede
captar los efectos no aditivos debido a que no asume linealidad (Gianola & Van
Kaam, 2008; Heslot, Yang, Sorrells & Jannink, 2012; Jiang & Reif, 2015). En este
método se utiliza una funcién llamada kernel, mediante la cual se transforma el
conjunto de datos (marcadores) en un conjunto de medidas de similitud; por
ejemplo, distancias entre pares de observaciones dando como resultado una matriz
cuadrada, que puede ser utilizada como matriz disefio en un modelo lineal normal
(Nicolas, 2013). Las metodologias kernel se utilizan como métodos de regresion de
eleccion para la prediccion gendémica (Jacquin et al., 2016). Las caracteristicas

cuantitativas estan influenciadas por muchas regiones genémicas trabajando junto
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con otras, generando de esta manera interacciones. Un numero creciente de
enfoques estadisticos basados en kernels intentan capturar los efectos genéticos

no aditivos, de manera paramétrica o no paramétrica (Morota & Gianola, 2014).

El modelo para Regresion RKHS puede ser formulado de la siguiente manera
(Heslot et al., 2012):

y=Wu+Kpa+e¢

donde u es un vector de efectos fijos y € es un vector de residuos aleatorios; se
asume que los parametros a y € tienen distribuciones previas independientes
a~N(0,Kpsz2) Y €~N(0,1,2), respectivamente. La matriz K, depende de una
funcion reproductora de kernel con un pardmetro de suavizado h, que mide la
"distancia gendémica" entre genotipos y puede interpretarse como una matriz de

correlacion (Heslot et al., 2012).

2.3.5. GBLUP

Henderson (1984) desarroll6 las ecuaciones de modelos mixtos, las cuales
producen simultaneamente el mejor estimador lineal insesgado (BLUE) y el mejor
predictor lineal insesgado (BLUE). EI método GBLUP (Genomic Best Linear
Unbiased Prediction) es una modificacion de las ecuaciones de modelos mixtos en
las cuales se usa una matriz de relaciones gendmicas en lugar de la matriz de

relaciones genéticas aditivas (Clark & van der Werf, 2013).
El modelo lineal mixto es:
y=Xf+Zu+e (2)

donde X y Z son matrices de incidencia conocidas, S es el vector de efectos fijos y

u es el vector de efectos aleatorios, ademas:
L=l yr =15 &
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Para estimar [ y predecir u, dadas las matrices de (co)varianzas G y R en la

ecuacion (2) se reescriben de la manera siguiente:
y=XB+e€

donde e=Zu+e¢&, se tiene que Cov(e) =V =ZVZ'=R, es decir, estan

correlacionados (Nicolas, 2013).

2.4. Complementacion de metodologias cuantitativas y

gendmicas

En un principio cuando se disefi6 la seleccidn a través de marcadores se pensoé en
encontrar cada uno de los genes que influyen en las caracteristicas. Sin embargo,
después se descubrié que muchas caracteristicas estan influenciadas por muchos
genes, por lo que encontrar cada uno de los genes es un problema muy complejo.
Posteriormente, Meuwissen et al. (2001) propusieron la SG con el uso de paneles
de alta densidad de marcadores distribuidos a lo largo del genoma, para después
determinar el efecto individual de cada uno. Las altas densidades de marcadores
aseguran que por lo menos un marcador quede en desequilibrio de ligamiento con

los genes de caracteristicas cuantitativas (QTL).

Los factores que rigen las ganancias adicionales a la seleccién asistida por
marcadores (Boichard et al., 2016; Goddard & Hayes, 2007) son:

» La mayor precision que los valores genéticos predichos (EBV) pre-existentes. Si
la precision ya es alta, puede haber baja ganancia adicional. En consecuencia, las
ganancias son mayores cuando la seleccion tradicional es mas dificil; por ejemplo,
caracteristicas que se expresan solo en hembras, de baja heredabilidad o de

medicion costosa.

* La proporcién de la varianza genética explicada por los marcadores de ADN.

20



* La precisién con la que se estima el efecto de los alelos marcados de los locus de

caracteristicas cuantitativas (QTL).

* El potencial de reducir el intervalo entre generaciones, utilizando SG al obtener los
genotipos a una edad mas temprana.

Considerando lo anterior, puede deducirse que SG no puede reemplazar las
evaluaciones genéticas cuantitativas; antes bien, se pueden usar ambas para

complementarse.

Crossa et al. (2013) compararon modelos de analisis de informacién fenotipica y
gendmica. Estos autores encontraron ganancias consistentes en la exactitud de la
prediccién al combinar en los andlisis informacion fenotipica y de genotipado por

secuenciacion.

2.5. Analisis uni- vs bivariados

Estudios sobre el uso de modelos multivariados reportan una mejor capacidad
predictiva de los valores genéticos (Henderson & Quaas, 1976; Ramirez-Valverde
et al., 2007). Sin embargo, en SG los reportes del uso de modelos multivariados en
seleccién genémica son muy pocos ( Jia & Jannink, 2012; Malosetti, Ribaut, Vargas,
Crossa & Van Eeuwijk, 2008).

El analisis por separado de una caracteristica puede subutilizar la covarianza que
entre dos caracteristicas 0 sus componentes y consecuentemente perder precision
estadistica para detectar los efectos de SNPs (Seréo et al., 2013). Estos autores
realizaron un estudio utilizando modelos uni- y multi-SNP, asi como analisis GWAS
uni- y bivariados. Los resultados del estudio demostraron el valor de la

complementariedad de los analisis multivariados.

En ocasiones la SG directa (analisis univariados) resulta ineficaz, dependiendo de

la heredabilidad y la complejidad de la arquitectura genética (de los Campos et al.,

21



2013; Dos Santos, De Castro Vasconcellos, Pires, Balestre & Von Pinho, 2016). En
consecuencia, la SG indirecta (analisis multivariados) se puede usar para mejorar
la exactitud de la prediccion de caracteristicas de heredabilidad baja con alta

correlacion con la caracteristica de interés.

2.6. Perspectivas de seleccion genomica

Se espera que en el futuro la SG se extenderd a diferentes especies. Actualmente
en la mayoria de las especies, el costo de la SG limita su uso rutinario generalizado,
ya que muchos esquemas de mejoramiento genético no pueden pagar la inversion
para el genotipado en una poblacion de referencia. Sin embargo, recientemente el
desarrollo tecnolégico ha reducido el costo de genotipificacion, ademas se han
disefiado estrategias para abaratar los costos globales de la genotipificacion, por
ejemplo, en especies prolificas el genotipado con un chip de baja densidad es
suficiente para rastrear todos los segmentos cromosémicos en los candidatos a
seleccion, siempre y cuando los padres estén genotipados con chips de alta
densidad (Boichard et al., 2016).

Con la integracién de nueva informacion biolégica, la SG podria ser mas precisa y
de uso mas amplio. Se ha observado que la eficacia de la seleccion genémica
depende en gran medida de la relacién entre los candidatos de seleccién y la
poblacion de referencia, por tal motivo la prediccion gendmica es ineficiente entre
razas (Boichard et al., 2016). Meuwissen et al. (2016) consideran que las futuras
aplicaciones de SG seran dentro de raza, donde la exactitud se obtendra
manteniendo poblaciones de referencia grandes o a través de razas donde la
exactitud se obtendra de poblaciones de referencia, a través de razas y métodos de
SG basados en paneles de alta densidad que se enfoquen en regiones causales.

Nuevos fenotipos y objetivos de mejora. Debido a las bondades de la SG de
poder seleccionar para una caracteristica tan pronto como se tenga una poblacion

de entrenamiento, se estan generando poblaciones de referencia para rasgos que
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durante mucho tiempo se creyeron imposibles de seleccionar, gracias al desarrollo
de técnicas de registro innovadoras (como la espectrometria de infrarrojo medio
para composicion y propiedades de la leche), el uso de datos de ganado (salud,
reproduccion, comportamiento), el uso de datos comerciales (tarjetas sanitarias,
caracteristicas de la canal en rastro), o la colaboracion internacional para
caracteristicas costosas de medir; por ejemplo, la eficiencia de la alimentacién o la

emision de metano (Boichard et al., 2016).
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3. ANALISIS UNI- VS MULTIVARIADOS EN LA PREDICCION DE
VALORES GENOMICOS DE CARACTERISTICAS DE
CRECIMIENTO EN GANADO SUIZO EUROPEO

3.1. Resumen

El objetivo fue comparar andlisis genédmicos univariados vs bivariados para pesos
al nacer (PN), al destete (PD) y al afio (PA) en bovinos Suizo Europeo. Los criterios
de comparacion fueron la jerarquizacion de los valores gendmicos predichos (VGn),
la habilidad de prediccion de los modelos y los coeficientes de regresion de los VGn
predichos con una alternativa de andlisis sobre los VGn obtenidos con la otra, y
viceversa. Los estimadores de heredabilidad gendémica directa de PN, PD y PA
fueron 0.72, 0.65 y 0.64 para PN, PD y PA, respectivamente; el correspondiente a
heredabilidad gendmica materna para PD fue 0.21. Los estimadores de los
coeficientes de correlacion de Pearson y Spearman entre los VGn predichos con
analisis univariados y bivariados variaron de 0.845 a 0.994 (p<0.0001) y de 0.843 a
0.989 (p=<0.0001), respectivamente. Los analisis bivariados tuvieron mejor habilidad
predictiva que los univariados; excepto los analisis bivariados de PN con PD y PA.
Los estimadores de los coeficientes de correlacion Pearson entre VGn provenientes
de andlisis univariados (VGnU) y los VGn provenientes de analisis bivariados
(VGnB), cuando los VGnU fueron las variables independientes, variaron de
0.96+0.06 a 1.37+£0.06 (p<0.0001); mientras que cuando los VGnB lo fueron,
variaron de 0.70£0.02 a 0.82+0.01 (p<0.0001). En conclusion, la jerarquizacion de
los valores gendmicos predichos con modelos univariados es similar a la obtenida
con modelos bivariados, la habilidad predictiva de los modelos bivariados es mayor
qgue la de los univariados, especialmente para caracteristicas registradas en el
tiempo mas cerca la una de la otra, y los VGnU pueden utilizarse para predecir los

VGnB y viceversa.

Palabras clave: Evaluacion gendmica, analisis univariados, analisis bivariados.
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UNI- VS MULTIVARIATE ANALYSES IN PREDICTION OF GENOMIC VALUES
FOR GROWTH TRAITS IN BRAUNVIEH CATTLE

3.2. Abstract

The study aimed to compare the univariate vs bivariate genomic analysis of birth
(BW), weaning (WW), and yearling weight (YW) of Braunvieh cattle. The criteria for
the comparison were the ranking of the predicted genomic values (GVn), the ability
of prediction of the models, and the regression coefficient estimates of GVn
predicted with one method of analysis on the VGn predicted with the other
alternative, and vice-versa. The direct genomic heritability estimates for BW, WW,
and YW were 0.72, 0.65, and 0.64. The maternal genomic heritability estimate for
WW was 0.21. The estimates for the Pearson and Spearman correlation coefficients
between GVn from uni- and bivariate analyses varied from 0.845 to 0.994
(p=<0.0001), and from 0.843 to 0.989 (p<0.0001), respectively. The bivariate analysis
had better predictive ability than the univariate alternative; exception was the
bivariate analyses for BW with WW and YW. Regarding the estimates for the
Pearson regression coefficients of GVn from univariate analysis (GVnU) on GVn
from bivariate analysis (GVnB); when the independent variables were GVnU, the
estimates varied from 0.96+0.06 to 1.37£0.06 (p<0.0001); meanwhile, when they
were GVnB, the estimates varied from 0.70+0.02 to 0.82+0.01 (p<0.0001). In
conclusion, the ranking of GVnU is similar to that obtained with the GVnB, the
predictive ability of bivariate models is higher than that of the univariate alternative.
This is especially true for traits recorded closer one to each other. The GVnU could

be used to predict the GVnB, and vice versa.

Keywords: Genomic evaluation, univariate analysis, bivariate analysis.

32



3.3. Introduccién

De acuerdo con Van der Sluis et al. (2015), los analisis del genoma completo
(genome-wide association studies, GWAS) usualmente prueban la asociacion entre
un fenotipo y un numero grande polimorfismos de nucleétido simple (single
nucleotide polymorphisms, SNPs). Estos autores afirman que esto constituye una
limitante en dos maneras: primera, las caracteristicas frecuentemente son
multivariables, perdiéndose potencia estadistica si se analizan por separado; y
segunda, los analisis basados en genes deberan preferirse para disminuir los
problemas de multiples pruebas. Otra alternativa de andlisis es considerar la
informacion de un segmento del genoma para realizar el GWAS (gene-based
GWAS; Basu et al., 2013). De aqui el interés de analizar caracteristicas productivas

de manera simultanea.

De acuerdo con Henderson y Quaas (1976), los modelos multivariados utilizando
registros fenotipicos de parientes, son de gran utilidad especialmente cuando las
caracteristicas tienen baja heredabilidad o no se expresan en los animales
candidatos a seleccion. Ramirez-Valverde et al. (2007) compararon analisis uni- y
multivariados de pesos al nacimiento, al destete y al afio en bovinos Angus y
Tropicarne. Los criterios de comparacion incluyeron la magnitud de los estimadores
de los parametros genéticos, la habilidad de prediccion de los modelos y la exactitud
de los valores genéticos predichos. Para algunas variables los analisis bivariados
dieron mejores resultados en los tres criterios de comparacion; sin embargo, las
ventajas al usar andlisis trivariados no se mantuvieron. Ademas, el cambio en la
alternativa de andlisis se reflej6 en cambios en la jerarquizacién de los valores
genéticos predichos de los animales para casi todas las variables. Por su parte,
Serao et al. (2013) realizaron un estudio considerando informacién gendmica para
el analisis uni- y bivariado de ganancia diaria de peso y consumo de materia seca.
Los resultados de este estudio demuestran la complementariedad de los analisis
uni- y bivariados en estudios GWAS. Estos autores argumentan que al considerar

la covarianza entre los componentes se gana precision estadistica. Sin embargo,
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debido al incremento en la demanda computacional de los analisis gendmicos,
frecuentemente no se les suele utilizar en evaluaciones genéticas, dada la gran
cantidad de informacién que se maneja. Con base en lo anterior, el objetivo del
presente estudio fue comparar analisis uni- vs bivariados en la prediccion de valores
genomicos para pesos al nacimiento, al destete y al afio en bovinos Suizo Europeo,

utilizando varios de criterios para esta comparacion.

3.4. Materiales y métodos

3.4.1. Origen de lainformacion

La informacion fenotipica del ganado Suizo Europeo provino de la base de datos de
la Asociacién Mexicana de Criadores de Ganado Suizo de Registro. Esta asociacion
registra los antecedentes genealdgicos de los animales, la identificacion del animal
de acuerdo con el propietario (nUmero privado), el nUumero de registro del animal
(numero unico de identificacion) y las caracteristicas de crecimiento, con base en el
peso vivo del animal al nacimiento (PN), al destete ajustado a 218 dias (PD) y al
ano (PA).

Para la informacién genomica se recolectaron muestras de pelo de animales de
diferentes ranchos ubicados en los estados de Colima, Jalisco y Veracruz.
Posteriormente las muestras se enviaron a la empresa GeneSeek (Lincoln, NE,
USA) para obtener el genotipado de las muestras. El chip utilizado para genotipar
los animales fue el Genomic Profile Bovine LD, con 30,000 marcadores SNPs. Este
chip se eligio porque sus SNP se seleccionaron para obtener la maxima informacién
en las razas bovinas Angus, Red Angus, Charolais, Gelbvieh, Hereford, Limousin,
Simmental, Holstein, Jersey, Brown Swiss, Ayrshire, Guernsey, Nellore, Brahman,

Gir, Girolando, Brangus, Beefmaster y Braford.
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3.4.1. Edicion de informacion genotipica

La edicion de los genotipos Cuadro 1 se realizo recodificando los genotipos, esto
es, se cambio AA, AB y BB por 0, 1y 2, respectivamente. Se eliminaron los SNPs
monomorficos y aquellos cuya frecuencia de alelo fue mayor que 0.95 o menor que
0.05. Los genotipos faltantes de marcadores se imputaron utilizando las muestras
de distribucion marginal de los genotipos de los marcadores. Después de la edicion,

quedaron 26,207 marcadores.

3.4.2. Edicion de informacién fenotipica

Para PN se utilizaron 32,405 registros, se eliminaron valores que estuvieron tres
desviaciones estandar por arriba o por debajo de la media. Registros sin informacion
de hato y edad de la madre también fueron descartados. Los grupos
contemporaneos se definieron combinando los efectos de hato, afio y época de
nacimiento. Las épocas de nacimiento se definieron considerando la cantidad y
distribucion de la precipitacion y el promedio de temperatura media mensual
histéricos en las estaciones climatoldgicas mas cercanas a los ranchos estudiados
(SMN, 2017). Los grupos contemporaneos con varianza cero fueron descartados.

Al final se retuvieron 29,718 registros de PN.

Para PD se utilizaron inicialmente 29,059 registros. Los registros eliminados fueron
aquellos con edades al destete erréneas, los que estuvieron fuera de la media mas,
y menos, tres desviaciones estandar y los que no tuvieron informacién de hato y
edad de la madre. Los grupos contemporaneos se formaron de manera similar que
para PN. El manejo para PD se defini6é de tres maneras: primera, alimentacién de
la cria con leche de la madre; segunda, leche de la madre mas alimento balanceado;
y tercera, leche de la madre y de una nodriza mas alimento balanceado. Los
registros sin informacion de manejo fueron eliminados. Después de la edicion

guedaron 25,505 registros de PD.
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Para PA inicialmente se tuvieron 19,911 registros. Los datos descartados fueron
edades de registros de PA erroneos, los que estuvieran fuera del rango de la media
mAas, y menos, tres desviaciones estandar y los que no tuvieron informacién de hato.
Los grupos contemporaneos se formaron de manera similar que para PN y PD. El
manejo para PA se defini6 de tres maneras: primera, el animal se mantuvo en
pastoreo; segunda, el animal estuvo en pastoreo y recibio alimento balanceado; y
tercera, el animal estuvo estabulado y recibié una racion balanceada. Al final
quedaron 17,985 registros de PA. La edicion de la informacion fenotipica se realizé
con el software R (R Core Team, 2017) y Microsoft Excel (2016).

3.4.3. Analisis estadistico

Las evaluaciones gendmicas, tanto para andlisis uni- como bivariados, se realizaron
en dos etapas. En la primera, se pre-ajustaron los registros fenotipicos de la base
de datos completa, editada como se describié previamente. En los apéndices del 1
al 3 se presentan los codigos en R utilizados para realizar estos ajustes.
Posteriormente, de ella se extrajeron los registros fenotipicos de los animales
genotipados y se utilizaron como variable de respuesta en los analisis finales. Esta

manera fue elegida con la finalidad de utilizar la mayor informacién posible.

También en la primera etapa se probaron diferentes modelos estadisticos que
incluyeron diversos efectos para cada caracteristica, con el fin de determinar los
mejores modelos de ajuste para los fenotipos y determinar los efectos ambientales
para los cuales habria que pre-ajustar. Los pre-ajustes para PN se hicieron para el
efecto aleatorio de grupo contemporaneo, asi como para los efectos fijos de sexo
del animal, y los efectos lineal y cuadratico de la covariable edad de la madre. Los
pre-ajustes de PD se realizaron para el efecto aleatorio de grupo contemporaneo y
para los efectos fijos de sexo, manejo, y los efectos lineal y cuadratico de la
covariable edad de la madre. Los pre-ajustes para PA se realizaron para grupo
contemporaneo, considerandolo como efecto aleatorio, y para sexo del animal,

manejo y los efectos lineal y cuadratico de la covariable edad al registro de PA,
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considerandolos como efectos fijos. En el Cuadrol se presentan los estadisticos

descriptivos para PN, PD y PA, una vez realizados los ajustes.

En la segunda etapa, los valores gendmicos y los componentes de varianza de los
modelos univariados se obtuvieron con el paquete BGLR (Pérez & de los Campos,
2014; de los Campos & Pérez-Rodriguez, 2016), utilizando el método de mejor
prediccion lineal insesgada genomica (GBLUP) propuesto por VanRaden et al.
(2009), desarrollado a partir del método BLUP (Henderson, 1984).

El modelo utilizado para la prediccion de los VGn para los andlisis univariados fue.
y=Xp+Zu+te

donde y es el vector de fenotipos; X y Z son matrices de incidencia que relacionan
las mediciones fenotipicas con los efectos fijos f y los efectos aleatorios u; y e es
el vector de efectos aleatorios de error residual. Las varianzas aditivas genética y

residual se supusieron: Var(u) = Go? y Var(e) = I62, respectivamente.

Las ecuaciones de modelos mixtos para GBLUP se describen como:

[u] [X'X ZZ+G a] [)Z(;]]

En donde: a es la proporcion entre la varianza residual y la varianza genética aditiva
a = c%/0? y G es una matriz de relaciones genémicas aditivas (VanRaden et al.,
2009).

Para el analisis univariado de PD, el modelo incluy6 los efectos genéticos aditivos
maternos. La heredabilidad se obtuvo como la proporcién de los componentes de
varianza genética aditiva directa sobre la varianza fenotipica para las tres
caracteristicas analizadas. Adicionalmente, para PD se obtuvo la heredabilidad
materna como la proporcion de la varianza genética aditiva materna sobre la

varianza fenotipica.
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El modelo para predecir los VGn de los analisis bivariados fue:
=Xipi +Ziu; + ¢

gue en notacién matricial expandida corresponde a:

Ll =0 wllsl+lo zlGl+

donde y; es el vector de registros fenotipicos de la i-ésima caracteristica de
crecimiento; X; y Z; son matrices de incidencia que relacionan las mediciones
fenotipicas con los efectos sistematicos fijos, f;, y con los efectos aleatorios

genéticos directos, u;, en la i-ésima caracteristica.

Los vectores de efectos aleatorios, se asume que siguen una densidad normal
multivariada, centrada en cero, y con estructura de (co)varianzas Cov(u,u') = G, ®
A, Cov(e,e’) =1, @ R,y Cov(u,e’) = 0, donde I es una matriz identidad de tamafio
u, Gy, €s una matriz de covarianzas i x i del efecto genético aditivo directo de las
diferentes caracteristicas, @ denota el producto Kronecker de matrices, y A =

{a(i,i")} es una matriz de relacion de numerador u X u.

Los andlisis bivariados se realizaron utilizando simultaneamente los paquetes
computacionales BGLR y MTM (de los Campos & Gruneberg, 2015), los cuales
estan basados en el método GBLUP. Debido a restricciones en el paquete MTM,
cuando los andlisis bivariados incluyeron PD, so6lo se consideraron los efectos
genéticos aditivos directos para esta caracteristica. En los apéndices del 4 al 6 se
presentan los codigos en R para los analisis univariados y su validaciéon cruzada.
En los apéndices del 7 al 9 se presentan los codigos en R para los analisis

bivariados, asi como su validacion cruzada.
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Cuadro 1 Estadisticos descriptivos y numero de observaciones (n) utilizados en los
analisis genémicos para los pesos al nacimiento (PN), al destete (PD) y al afio (PA)
de bovinos Suizo Europeo.

Caracteristica Minimo ~ Maximo X+o CVZ(%) n
PN? (kg) 31 50 38.15+4.76  12.48 95
PD? (kg) 135 308 207.62+28.42 13.69 95
PA3 (kg) 177 420  314.74+47.36  14.91 95

1Los pre-ajustes fueron por sexo y GC como efectos fijos y edad de la vaca como covariable lineal y
cuadratica. 2Los pre-ajustes fueron por sexo, GC y régimen alimenticio al destete como efectos fijos
y edad de la vaca y edad al destete como covariables lineal y cuadratica. 3Los pre-ajustes fueron por
sexo, GC y régimen alimenticio al afio como efectos fijos y edad a la pesada al afio como covariables
lineal y cuadratica.

3.4.4. Criterios de comparacion de los andlisis

Las alternativas de andlisis uni- y bivariados fueron comparadas siguiendo los

criterios de comparacion:

Jerarquizacion de los valores gendmicos predichos. Para determinar el grado
de similitud entre las clasificaciones o jerarquizacién de animales por sus valores
gendmicos, se obtuvieron los estimadores de correlacion Spearman entre los
valores gendmicos (VGn) obtenidos con los analisis univariados con los
correspondientes VGn en las mismas caracteristicas provenientes de las dos
alternativas de andlisis bivariados. Adicionalmente, se estimaron los coeficientes de
correlacion Pearson entre los valores gendmicos de los analisis univariados y sus

correspondientes provenientes de andlisis bivariados.

Habilidad de prediccion de los modelos. Para evaluar la habilidad predictiva de
los modelos uni y bivariados se realizo validacion cruzada. Para ello se dividio la
informacion en conjuntos de entrenamiento y validacion, utilizando el conjunto de

validacion para evaluar la capacidad predictiva del modelo entrenado. En los
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analisis univariados se elimino aleatoriamente 20% de los valores fenotipicos de las
caracteristicas de crecimiento PD, PD y PA. Posteriormente se obtuvieron las
predicciones de los VGn para dichas caracteristicas y se obtuvo el promedio de
cinco repeticiones de los coeficientes de correlacion de los fenotipos eliminados con
los predichos. En los analisis bivariados se elimin6é 20% de los registros fenotipicos
de una caracteristica y se obtuvo el promedio de cinco repeticiones de los
coeficientes de correlacion entre los VGn predichos con la informacion fenotipica

eliminada con los predichos con la informacion completa.

Coeficiente de regresion lineal simple. Los estimadores de los coeficientes de
regresion lineal simple fueron utilizados para determinar los cambios en magnitud
de los valores genémicos, primero se utilizaron como variables independientes los
valores gendmicos predichos mediante analisis univariados y como variables
dependientes los valores gendmicos predichos con los analisis bivariados.
Posteriormente se invirtieron las variables dependientes e independientes y se
estimaron nuevamente los estimadores de los coeficientes de regresion. La
hipétesis nula probada en ambos casos fue que el estimador del coeficiente de

regresion fue igual que cero.
3.5. Resultados y discusién

De los Campos, Sorensen y Gianola (2015) definen heredabildad genémica como
la proporcién de la varianza fenotipica de una caracteristica que puede explicarse
en la poblacion bajo estudio mediante regresidon lineal sobre un conjunto de
marcadores moleculares. Aunque los parametros genéticos generalmente se
definen basandose en los supuestos estadisticos del modelo instrumental para el
analisis de la informacion (de los Campos et al., 2015). En el Cuadro 2 se presentan
los estimadores de los componentes de varianza y heredabilidad gendmica
obtenidos con resultados de andlisis univariados. Los estimadores de heredabilidad
directa de PN, PD y PA fueron mayores que los reportados en literatura para estas
caracteristicas obtenidos con analisis convencionales (fenotipos y pedigri), 0.37,
0.27 y 0.36+0.02, respectivamente, (Rios-Utrera, 2008; Torres-Vazquez & Spangler,
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2016). Ryu y Lee (2014) reportaron estimadores para heredabilidad genémica de
pesos a 6, 9, 12, 15, 18, 21 y 24 meses de ganado bovino Coreano, los cuales
variaron de 0.58 a 0.76, similares a los obtenidos en el presente estudio. Estos
autores observaron una tendencia a mayores estimadores para este parametro para
los pesos a menor edad, sugiriendo que una evaluacion gendémica para
caracteristicas de crecimiento en bovinos a edad temprana incrementaria el mérito
genético de los animales. Por su parte, el estimador de heredabilidad materna para
PD fue moderado, similar a lo reportado en literatura, 0.17, con modelos lineales de
efectos mixtos (Rios-Utrera, 2008). En la literatura no se encontraron estudios en

los que se reporten estimadores gendmicos para heredabilidad materna.

Cuadro 2. Estimadores de componentes de varianza genética aditiva (VGa),
varianza genética aditiva materna (VGw), varianza fenotipica (VF), heredabilidad
directa (h?p) y materna (h?v) obtenidos mediante andlisis univariados para los pesos
al nacimiento (PN), al destete (PD) y al afio (PA) en bovinos Suizo Europeo.

PN PD PA
Varianza genética aditiva 8.82 228.35 669.99
Varianza genética materna 73.67
Varianza fenotipica 12.34 357.63 1067.52
Heredabilidad directa 0.72 0.65 0.64
Heredabilidad materna 0.21

3.5.1. Jerarquizacion de los valores gendmicos predichos

Los estimadores de los coeficientes de correlacion de Spearman y Pearson entre
los VGn predichos con analisis univariados y bivariados se muestran en el Cuadro
3. Estos estimadores variaron de 0.845 a 0.994 (p<0.0001) y de 0.843 a 0.989
(p<0.0001), para las correlaciones Pearson y Spearman, respectivamente. Estos
estimadores indican un alto grado de asociacion entre los VGn predichos con

analisis uni- y bivariados; asi como pocos cambios importantes en la jerarquizacion
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de los VGn de los animales predichos con las alternativas de analisis comparadas.
Estos resultados sugieren que con fines de seleccionar animales como progenitores

se puede utilizar una u otra alternativa de andlisis.

Los resultados del presente estudio son similares a los observados por Verbyla et
al. (2010), en un estudio de simulacién en el que compararon cuatro métodos
bayesianos: Bayes BLUP, Bayes A, Bayes A/B y Bayes C, para predecir VGn de
individuos sin informacion fenotipica, asumiendo diferentes distribuciones a priori.
Los estimadores de los coeficientes de correlacion Spearman para 100 animales,
variaron de 0.69 a 0.73 para los cuatro métodos evaluados. Estos resultados
sugieren que la jerarquizacion de los VGn para los animales evaluados cambia
poco, independientemente del método utilizado para predecir los VGn. Los autores
concluyeron que los modelos no parecen sensibles a la eleccion de las
distribuciones a priori, consistente con los resultados de los métodos con
informacion real. En otro estudio, Zambrano, Rincon, Lépez y Echeverri (2015)
estimaron los coeficientes de la correlacibn Spearman entre los VGn obtenidos
mediante el método Bayes C y los EBVs predichos convencionalmente mediante el
mejor predictor lineal insesgado para produccién de leche, porcentajes de proteina
y grasa en leche, y conteo de células soméaticas en bovinos Holstein. Los
estimadores obtenidos por estos autores variaron de 0.932+0.02 a 0.991+0.0005
(p=0.01). En un estudio realizado con bovinos Holstein Friesian en Australia, Moser,
Tier, Crump, Khatkar y Raadsma (2009) encontraron valores de 0.26 a 0.68 para
los estimadores de los coeficientes de correlacion entre valores genéticos predichos
y valores gendémicos, para porcentaje de proteina y un indice de seleccion

australiano.
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Cuadro 3. Estimadores de los coeficientes de correlacion Pearson y Spearman, en paréntesis nivel de significancia para la
prueba de hipotesis del estimador igual a cero, entre los valores genémicos predichos con analisis uni- y bivariados para
pesos al nacimiento, al destete y al afio en bovinos Suizo Europeo.

PNBPDD? PNBPA PDDBPN PDDBPA PABPN PABPDD

Estimadores de correlacion Pearson

PNU  0.994 (<.0001) 0.994 (<.0001)
PDDU 0.989 (<.0001) 0.988 (<.0001)

PAU 0.978 (<.0001) 0.845 (<.0001)

Estimadores de correlacion Spearman

PNU  0.987 (<.0001) 0.989 (<.0001)
PDDU 0.985 (<.0001) 0.983 (<.0001)

PAU 0.977 (<.0001) 0.843 (<.0001)

1 PNU = peso al nacimiento univariado; PDDU = peso al destete directo univariado, PAU = peso al afio univariado; PNBPDD
= peso al nacimiento bivariado con peso al destete directo; PNBPA = peso al nacimiento bivariado con peso al afio;
PDDBPN = peso al destete directo bivariado con peso al nacimiento; PDDBPA = peso al destete directo bivariado con peso
al afio; PABPN = peso al afio bivariado con peso al nacimiento; PABPDD = peso al afio bivariado con peso al destete
directo.
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3.5.2. Habilidad de predicciéon de los modelos
En la Figura 1 se muestran los promedios de las correlaciones de las validaciones
cruzadas de los VGn de modelos univariados y bivariados. En general puede
observarse que los analisis bivariados tuvieron mejor habilidad predictiva que los
univariados; con excepcion de los analisis bivariados de PN con PD y PA. Lo
anterior corresponde al mayor tiempo que transcurre entre los registros de las dos
caracteristicas. Por el contrario, los mayores estimadores de correlacion
corresponden a VGn de caracteristicas registradas mas cercana la una de la otra

en la vida del animal.

Habilidad de prediccion
0.9
0.8

0.7
0.6
0.5
0.4
0.3
0.2
0.1
PN PD PA

mUni mPromBiv ©"BPNPD m=BPNPA m=BPDPA

o

Figura 1. Promedios de los estimadores de correlacion Pearson entre los valores
genomicos predichos mediante analisis univariados (Uni) con los valores genémicos
predichos promedio (PromBiv) de andlisis bivariados (BPNPD, BPNPA y BPDPA)
para los pesos al nacimiento (PN), al destete (PD) y al afio (PA), de cinco
repeticiones de validacion cruzada.

En un estudio realizado en bovinos Angus y Tropicarne, Ramirez-Valverde et al.
(2007) estimaron coeficientes de correlacion entre valores genéticos predichos
obtenidos de pares de muestras usando validacion cruzada en bovinos Angus y
Tropicarne para leche, PN, PD y PA. Los estimadores variaron de 0.12 a 0.24 y de
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0.11 a 1.0 en Angus, de 0.23 a 0.51 y de 0.53 a 0.91 en Tropicarne, en los analisis
univariados y bivariados, respectivamente. Estos autores también reportaron
promedios de 0.00 a 0.12 y de 0.02 a 0.19 en Angus; de 0.42 a 0.48 y de 0.39 a
0.54 en Tropicarne para exactitud de valores genéticos predichos para leche, PN,
PD y PA con modelos uni- y bivariados, respectivamente. Los resultados sugieren
ventajas de los analisis bivariados. Estos autores realizaron ambos tipos de analisis

mediante el modelo animal.

Estudios uni- y multivariados también se han realizado recientemente en plantas.
Por ejemplo, Wang et al. (2017) predijeron VGn para ocho caracteristicas de
rendimiento en hibridos de arroz utilizando GBLUP uni- y multivariados. Estos
autores utilizaron validacion cruzada para investigar la capacidad predictiva de los
modelos. La habilidad predictiva de los modelos multivariados fue mayor que la de
los univariados. Sin embargo, estos autores sefialan que los analisis univaridos son
suficientes cuando se analizan caracteristicas con alta heredabilidad. La ventaja de
los andlisis multivariados esta en utilizarlos para caracteristicas de baja
heredabilidad. Por el contrario, Dos Santos, Vasconcellos, Pires, Balestre y Von
Pinho (2016) no encontraron diferencias significativas en capacidad predictiva entre
modelos uni- y bivariados en varios escenarios de evaluaciébn para cinco
caracteristicas en maiz. La principal explicacion que estos autores esgrimen para
estas pequeiias diferencias, es la baja a moderada magnitud de las correlaciones
entre las caracteristicas estudiadas y las moderadas heredabilidades. Estas
condiciones no favorecen el uso de las ventajas de los analisis multivariados.
Cuando estos autores incluyeron los efectos de dominancia en los modelos, la
capacidad predictiva de los modelos mejoré, asi como la calidad en la estimacion

de los componentes de varianza.
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3.5.3. Estimadores de los coeficientes de regresion Pearson

Los estimadores de los coeficientes de regresion Pearson entre VGn provenientes
de analisis univariados y VGn provenientes de analisis bivariados para las
caracteristicas analizadas se presentan en el Cuadro 4. Los estimadores fueron
obtenidos utilizando como variable independiente los VGn obtenidos con los analisis
univariados y como variable dependiente los VGn predichos con los analisis
bivariados, y viceversa. Cuando las variables independientes fueron los VGn
predichos con andlisis univariados, los estimadores de las regresiones variaron de
0.96+0.06 a 1.37+0.06 (p<0.0001); mientras que cuando lo fueron los VGn
predichos con los analisis bivariados, los estimadores variaron de 0.70+0.02 a
0.82+0.01 (p<0.0001). Estos resultados indican que los VGn predichos con una
alternativa de analisis se pueden utilizar para predecir los VGn con la otra alternativa
de analisis. Estos resultados fueron similares a los observados por Zambrano et al.
(2016), quienes al estimar los coeficientes de regresion entre EBV predichos con el
método BLUP sobre VGn predichos mediante el método Bayes C, obtuvieron de
0.954 a 1.051 para cuatro caracteristicas de produccién en bovinos Holstein. En la
medida que los estimadores de los coeficientes de regresion sean diferentes de la
unidad, el sesgo en la prediccién de los VGn con las alternativas de analisis en

comparaciéon es mayor (Mantysaari et al., 2010).

Por su parte Ryu y Lee (2014) estimaron coeficientes de regresion para probar la
asociacion de SNPs con pesos corporales a diferentes edades. Estos autores
obtuvieron estimadores para estos coeficientes de 0.66 a 0.98. Estos estimadores

decrecieron cuando las diferencias en edad fueron mayores
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Cuadro 4. Estimadores de los coeficientes de regresion (xerror estandar), utilizando como variable independiente los
valores genémicos predichos mediante analisis univariados y como variable dependiente los valores gendmicos predichos
con los analisis bivariados y viceversa; en paréntesis nivel de significancia para la prueba de hipotesis del estimador igual
a cero, para pesos al nacimiento, al destete directo y al afilo en bovinos Suizo Europeo.

PNBPDD PNBPA  PNU PDDBPN PDDDBPA PDU PABPN PABPDD  PAU
PNU? 0.80£0.01 0.820.01
(<0.0001)  (<0.0001)
PNBPDD 1.21+0.01
(<0.0001)
PNBPA 1.21+0.01
(<0.0001)
PDDU 0.78+0.01 0.78+0.01
(<0.0001)  (<0.0001)
PDDBPN 1.26+0.02
(<0.0001)
PDDBPA 1.25+0.02
(<0.0001)
PAU 0.70£0.02  0.74+0.05
(<0.0001)  (<0.0001)
PABPN 1.37+0.03
(<0.0001)
PABPDD 0.96+0.06
(<0.0001)

1 PNU = valor genémico para peso al nacimiento (PN) predicho con el andlisis univariado, PNBPDD = valor genémico predicho con andlisis bivariado
de PNy peso al destete directo (PDD), PNBPA = valor genémico predicho con analisis bivariado de PN y peso al afio (PA), PDDU = valor genémico
predicho con andlisis univariado de PD (efectos directos, el modelo consideré efectos directos y maternos), PDDBPN = valores genémicos para PD
(efectos directos) predichos con andlisis bivariado de PDD y PN, PAU = valor gendmico para PA predicho con andlisis univariado, PABPN = valor
gendémico para PA predicho con andlisis bivariado con PN, PABPDD = valor gendmico para PA predicho con andlisis bivariado con PDD.
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A través de estudios de simulacion, Basu et al. (2013) compararon analisis uni- vs
multivariados a través de regresion lineal multiple multivariada, encontrando que
con el enfoque multivariado se mantuvo un nivel de error tipo | correcto, aun cuando
se tuvo conjuntos de SNPs en fuerte desequilibrio de ligamiento (LD). Estos autores
también observaron una ganancia sustancial en potencia para detectar un gene

cuando esta asociado con un subconjunto de caracteristicas.

De acuerdo con las recomendaciones de varios autores, entre ellos Calus (2010),
dado el reducido niumero de animales que conformaron la poblacion de referencia,
los resultados obtenidos en el presente trabajo deberan tomarse con precaucion.
En el futuro, deberan realizarse estudios considerando un numero mayor de
animales genotipados y por varias generaciones. Esto con la finalidad de estimar
los efectos de los marcadores dado el rompimiento del LD entre ellos y los QTL a
través de generaciones para mantener niveles adecuados de exactitud de los VGn
(Calus, 2010).

3.6. Conclusiones

La jerarquizacion de los valores gendmicos predichos con modelos univariados es

similar a la obtenida con modelos bivariados.

La habilidad predictiva de los modelos bivariados es mayor que la de los modelos
univariados, especialmente para las caracteristicas registradas mas cerca la una de

la otra.

Los valores gendmicos predichos con analisis univariados pueden utilizarse para

predecir los valores genémicos de analisis bivariados y viceversa.
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3.8 Apéndices

Apéndice 1. Cdédigo en R para el ajuste de PN

library(Matrix)
library(Ime4)

#Cadigo para llamar el archivo donde se encuentran los datos
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPN/Ajuste PN")
SuizoE=read.csv(file="Ajuste de PN.csv", header=TRUE)
fix(SuizoE)

#Estadisticos descriptivos para variables de interés
length(SuizoE$BW)

min(SuizoE$BW)

max(SuizoE$BW)

mean(SuizoE$BW)

sd(SuizoE$BW)

#Distribucion de frecuencias para BW
hist(SuizoE$BW ,main="Distribucién de frecuencias para BW",
ylab="Frecuencia", xlab="BW(Bird Weigth (kg))", col="green")

#Modelo YW=Sex+GC+EM+EM"2 Fijos(Sex,EM,EM2) Aleatorios(GC)
AJUSTEBW<-Imer(BW~as.factor(Sex)+(1|GC)+EM+EM2, data=SuizoE)
summary(AJUSTEBW)

YHAT<-predict(AJUSTEBW)

#Exportar Resultados

library(XLConnectJars)

library(XLConnect)

PAAj<-loadWorkbook("PAAj.xIsx", create=TRUE)
createSheet(PAAj, name="Ajustado")

createName(PAA]j, name="Ajustado", formula="Ajustado!$A$1")
writeNamedRegion(PAAj, YHAT, name="Ajustado")
saveWorkbook(PAA))



Apéndice 2. Cédigo en R para el ajuste de PD

library(Matrix)
library(Ime4)

#Cadigo para llamar el archivo donde se encuentran los datos
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPD/Ajuste PD")
SuizoE=read.csv(file="Ajuste de PD.csv", header=TRUE)
fix(SuizoE)

#Estadisticos descriptivos para variables de interés
length(SuizoE$SWW)

min(SuizoE$WW)

max(SuizoE$WW)

mean(SuizoE$WW)

sd(SuizoE$WW)

#Distribucion de frecuencias para BW
hist(SuizoESWW,main="Distribucién de frecuencias para WW",
ylab="Frecuencia", xlab="WW(Weaning Weigth (kg))", col="green")

#Modelo YW=Sex+GC+Man+EM+EM"2+ED+ED2 Fijos(Sex,Man,EA,EA2)
Aleatorios(GC)
AJUSTEWWS<-Imer(WW-~as.factor(Sex)+(1|GC)+as.factor(Man)+EM+EM2+DED+DED2,
data=SuizoE)

summary(AJUSTEWW)

YHAT<-predict(AJUSTEWW)

#Exportar Resultados

library(XLConnectJars)

library(XLConnect)

PDAj<-loadWorkbook("PDAj.xlsx", create=TRUE)
createSheet(PDAj, name="Ajustado")

createName(PDAj, name="Ajustado", formula="Ajustado!$A$1")
writeNamedRegion(PDAj, YHAT, name="Ajustado")
saveWorkbook(PDA))
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Apéndice 3. Cédigo en R para el ajuste de PA

rm(list=Is())
library(Matrix)
library(Ime4)

#Cdbdigo para llamar el archivo donde se encuentran los datos
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPA/Ajuste PA")
SuizoE=read.csv(file="Ajuste de PA.csv", header=TRUE)
fix(SuizoE)

#Estadisticos descriptivos para variables de interes
length(SuizoE$YW)

min(SuizoE$YW)

max(SuizoE$YW)

mean(SuizoE$YW)

sd(SuizoE$YW)

#Distribucion de frecuencias para BW
hist(SuizoE$YW,main="Distribucién de frecuencias para YW",
ylab="Frecuencia", xlab="YW(Year Weigth (kg))", col="green")

#Modelo YW=Sex+GC+Man+EA+EA”2 Fijos(Sex,Man,EA,EA2) Aleatorios(GC)
AJUSTEYW<-Imer(YW~as.factor(Sex)+(1|GC)+as.factor(Man)+DEA+DEA2, data=SuizoE)
summary(AJUSTEYW)

YHAT<-predict(AJUSTEYW)

#Exportar Resultados

library(XLConnectJars)

library(XLConnect)

PAAj<-loadWorkbook("PAAj.xIsx", create=TRUE)
createSheet(PAA]j, name="Ajustado")

createName(PAAj, name="Ajustado", formula="Ajustado!$A$1")
writeNamedRegion(PAAj, YHAT, name="Ajustado")
saveWorkbook(PAA))
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Apéndice 4. Cbédigo en R para analisis univariado de PN y su validaciéon

cruzada

rm(list=Is())

library(BGLR)
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPN/GBLUP PN")

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Andlisis de
datos/Univariados/UniPN/GBLUP PN/Matriz X.RData")

FenPN=read.csv(file="FenPN.csv",header=TRUE)
dim(FenPN)

UNY<-as.matrix(FenPN)

class(Y)

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(FenPN$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-G[indice,]
G2<-G1[,indice]

dim(G2)

rownames(G2)

#Linear predictor
ETA=list(list(K=G2, model="RKHS"))
fUN<-BGLR(y=as.numeric(UNY[,4]), ETA=ETA, nlter=10000, burnin=5000, thin=10)

cor(fUN$yHat,as.numeric(UNY[,4]))

HHHHEHHAA Validacion cruzada #H#HHH T

#i## Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets
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#HiH#HH Grupo A

UNy<-UNY[,4]

UNyNa=UNy

UNyNa[A]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUNA<-BGLR(y=as.numeric(UNyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#HHH###H Grupo B

UNy<-UNYT,4]

UNyNa=UNy

UNyNa[B]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUNB<-BGLR(y=as.numeric(UNyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#H#HHH# Grupo C

UNy<-UNYT,4]

UNyNa=UNy

UNyNa[C]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUNC<-BGLR(y=as.numeric(UNyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#HH#HHH Grupo D

UNy<-UNY[,4]

UNyNa=UNy

UNyNa[D]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUND<-BGLR(y=as.numeric(UNyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#H##HE Grupo E

UNy<-UNY[,4]

UNyNa=UNy

UNyNa[E]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUNE<-BGLR(y=as.numeric(UNyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

CorVC<-c(cor(fUNAS$yHat[A],as.numeric(UNy[A])),
cor(fUNB$yHat[B],as.numeric(UNy[B])),
cor(fUNC$yHat[C],as.numeric(UNy[C])),
cor(fUND$yHat[D],as.numeric(UNy[D])),
cor(fUNE$yHat[E],as.numeric(UNy[E])))

CorVC



Apéndice 5. Codigo en R para andlisis univariado de PD y su validacion

cruzada

rm(list=Is())

library(BGLR)
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPD/GBLUP PD")

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPD/GBLUP PD/Matriz X.RData")

FenPD=read.csv(file="FenPD.csv",header=TRUE)
dim(FenPD)

UDY<-as.matrix(FenPD)

class(Y)

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(FenPD$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-Glindice,]
G2<-G1[,indice]

dim(G2)

rownames(G2)

#Linear predictor
ETA=list(list(K=G2, model="RKHS"))
fUD<-BGLR(y=as.numeric(UDY[,4]), ETA=ETA, nlter=10000, burnin=5000, thin=10)

cor(fUD$yHat,as.numeric(UDY/[,4]))

HitHHHHH#E Validacion cruzada ##HEHHHH R

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)
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sets<-Ind.sets

#HHHHA# Grupo A

UDy<-UDY[,4]

UDyNa=UDy

UDyNa[A]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUDA<-BGLR(y=as.numeric(UDyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

HHHHHE Grupo B

UDy<-UDY[,4]

UDyNa=UDy

UDyNa[B]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUDB<-BGLR(y=as.numeric(UDyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#H#HHH# Grupo C

UDy<-UDY[,4]

UDyNa=UDy

UDyNa[C]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUDC<-BGLR(y=as.numeric(UDyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#HH## Grupo D

UDy<-UDY[,4]

UDyNa=UDy

UDyNa[D]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUDD<-BGLR(y=as.numeric(UDyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#itH#H## Grupo E

UDy<-UDY[,4]

UDyNa=UDy

UDyNa[E]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUDE<-BGLR(y=as.numeric(UDyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

CorVC<-c(cor(fUDAS$yHat[A],as.numeric(UDy[A])),
cor(fUDB$yHat[B],as.numeric(UDy[B])),
cor(fUDC$yHat[C],as.numeric(UDy[C])),
cor(fUDD$yHat[D],as.numeric(UDy[D])),
cor(fUDE$yHat[E],as.numeric(UDy[E])))

CorVC



Apéndice 6. Cbdigo en R para analisis univariado de PA y su validaciéon

cruzada

rm(list=Is())

library(BGLR)
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Univariados/UniPA/GBLUP PA")

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Andlisis de
datos/Univariados/UniPA/GBLUP PA/Matriz X.RData")

FenPA=read.csv(file="FenPA.csv",header=TRUE)
dim(FenPA)

UAY<-as.matrix(FenPA)

class(Y)

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(FenPA$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-G[indice,]
G2<-G1[,indice]

dim(G2)

rownames(G2)

#Linear predictor
ETA=list(list(K=G2, model="RKHS"))
fUA<-BGLR(y=as.numeric(UAY[,4]), ETA=ETA, nlter=10000, burnin=5000, thin=10)

cor(fUA$yHat,as.numeric(UAY[,4]))

HHHHEHHAA Validacion cruzada #H#HHH T

#i## Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets
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#HiH#HH Grupo A

UAy<-UAY[,4]

UAyNa=UAy

UAyNa[A]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUAA<-BGLR(y=as.numeric(UAyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#HHH###H Grupo B

UAy<-UAY[,4]

UAyNa=UAy

UAyNa[B]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUAB<-BGLR(y=as.numeric(UAyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#H#HHH# Grupo C

UAy<-UAY[,4]

UAyNa=UAy

UAyNa[C]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUAC<-BGLR(y=as.numeric(UAyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#HH#HHH Grupo D

UAy<-UAY[,4]

UAyNa=UAy

UAyNa[D]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUAD<-BGLR(y=as.numeric(UAyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

#H##HE Grupo E

UAy<-UAY[,4]

UAyNa=UAy

UAyNa[E]=NA

#Predictor Lineal

ETA=list(list(K=G2, model="RKHS"))

fUAE<-BGLR(y=as.numeric(UAyNa), ETA=ETA, nlter=10000, burnin=5000, thin=10)

CorVC<-c(cor(fUAASyHat[A],as.numeric(UAY[A])),
cor(fUAB$yHat[B],as.numeric(UAy[B])),
cor(fUACS$yHat[C],as.numeric(UAyY[C])),
cor(fUAD$yHat[D],as.numeric(UAy[D])),
cor(fUAES$yHat[E],as.numeric(UAY[E])))

CorVC



Apéndice 7. Codigo en R para analisis bivariado de PN y PD y su validacion
cruzada

rm(list=Is())
library(MTM)
library(BGLR)

#Cargar carpeta de trabajo
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Bivariados/BivPN_PD")

dir()

BNDY=read.csv(file="FenPN_PD.csv",header=TRUE)
fix(BNDY)
PNPD<-cbind(BNDY$PNAj,BNDY$PDA))

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Bivariados/BivPN_PD/Matriz X.RData")

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(BNDY$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-G[indice,]
G2<-G1[,indice]

dim(G2)

rownames(G2)

####### Sin validacion

fBND <- MTM(Y = PNPD,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =

5,saveAt ='ex1_")

cor(fBND$YHat,PNPD)

# Recuperando estimaciones

fBND$YHat # predicitons

fBND$resCov$R # Matriz de covarianzas residual
fBNDS$K[[1]]$G # Matriz de covarianzas geneticas
fBND$K][1]]$U # Efectos aleatorios

cor(fBND$YHat[, 1],FBND$YHat[,2])
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HHHHHH A Validacion cruzada PN CON PD i #HHHHHIHH#

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

1 A H#it
BNDy1<-BNDY$PNA|j
BNDyNal=BNDy1
BNDyNa1[A]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
#BNDyNa2[A]=NA

BNDy<-chind(BNDyNal,BNDyNa2)

fBNDA <- MTM(Y = BNDy,K = list(list(K = G2,CQV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

## B ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
BNDyNal[B]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy?2
#BNDyNa2[B]=NA

BNDy<-cbind(BNDyNal,BNDyNa2)

fBNDB <- MTM(Y = BNDy,K = list(list(K = G2,CQOV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_’)

# C ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
BNDyNa1[C]=NA
BNDy2<-BNDY$PDA|



BNDyNa2=BNDy2
#BNDyNa2[C]=NA

BNDy<-chind(BNDyNal,BNDyNa2)

fBNDC <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0O = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_')

## D ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
BNDyNal[D]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
#BNDyNa2[D]=NA

BNDy<-cbind(BNDyNal,BNDyNa2)

fBNDD <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

H#i E ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
BNDyNal[E]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
#BNDyNa2[E]=NA

BNDy<-chind(BNDyNal,BNDyNa2)

fBNDE <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

CorVCPNPD<-c(cor(fBNDA$YHat[A, ][, 1], PNPDIA,][,1]),
cor(fBNDB$YHat[B,][,1],PNPD[B,][,1]),
cor(fBNDC$YHat[C,][,1],PNPD[C,][,1]),
cor(fBNDD$YHat[D,][,1], PNPD[D,][,1]),
cor(fBNDES$YHat[E,][,1], PNPDIE,][,1])

CorVCPNPD
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HHHHHH#HHA Validacion cruzada PD CON PN it #HHHHHIHH#

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

1 A H#it
BNDy1<-BNDY$PNA|j
BNDyNal=BNDy1
#BNDyNal1[A]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
BNDyNa2[A]=NA

BNDy<-chind(BNDyNal,BNDyNa2)

fBDNA <- MTM(Y = BNDy,K = list(list(K = G2,CQV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

## B ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
#BNDyNal[B]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy?2
BNDyNa2[B]=NA

BNDy<-cbind(BNDyNal,BNDyNa2)

fBDNB <- MTM(Y = BNDy,K = list(list(K = G2,CQOV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_’)

# C ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
#BNDyNa1[C]=NA
BNDy2<-BNDY$PDA|



BNDyNa2=BNDy2
BNDyNa2[C]=NA

BNDy<-chind(BNDyNal,BNDyNa2)

fBDNC <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0O = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_')

## D ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
#BNDyNal[D]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
BNDyNa2[D]=NA

BNDy<-cbind(BNDyNal,BNDyNa2)

fBDND <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

cor(fBDND$YHat[D,],PNPDID,])

H#H# E ##
BNDy1<-BNDY$PNA|
BNDyNal=BNDy1
#BNDyNal[E]=NA
BNDy2<-BNDY$PDA|
BNDyNa2=BNDy2
BNDyNa2[E]=NA

BNDy<-cbind(BNDyNal,BNDyNa2)

fBDNE <- MTM(Y = BNDy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_")

CorVCPDPN<-c(cor(fBDNASYHat[A,][,2],PNPDIA.IL,2]),
cor(fBDNB$YHat[B,][,2],PNPD[B,][,2]),
cor(fBDNCS$YHat[C,][,2],PNPDIC.][,2]),
cor(fBDND$YHat[D,][,2],PNPD[D.][,2]),
cor(fBDNE$YHat[E,][,2],PNPDIE.][,2]))

CorVCPDPN
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Apéndice 8. Cddigo en R para analisis bivariado de PN y PA y su validacion
cruzada

rm(list=Is())
library(MTM)
library(BGLR)

#Cargar carpeta de trabajo
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Bivariados/BivPN_PA")

dir()

BNAY=read.csv(file="FenPN_PA.csv",header=TRUE)
PNPA<-cbind(BNAY$PNA],BNAY$PAA))

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Andlisis de
datos/Bivariados/BivPN_PA/Matriz X.RData")

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(BNAY$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-G[indice,]
G2<-Gl][,indice]

dim(G2)

rownames(G2)

###### Sin validacion

fBNA <- MTM(Y = PNPAK = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =

5,saveAt = 'ex1 ')

cor(fBNA$YHat,PNPA)

# Recuperando estimaciones

fBNA$YHat # predicitons

fBNA$resCov$R # Matriz de covarianzas residual
fBNASK[[1]]$G # matriz de covarianzas genéticas
fBNAS$K][[1]]$U # Efectos aleartorios

cor(fBNA$YHat[,1],f BNA$YHat[,2])
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HiHHHHH#HHA Validacion cruzada PN CON PA  ##HHH#HHHHHIH

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

1 A H#it
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1
BNAyNal[A]=NA
BNAy2<-BNAY$PAA|
BNAyNa2=BNAy2
#BNAyNa2[A]=NA

BNAy<-cbind(BNAyNal,BNAyNa2)

fBNAA <- MTM(Y = BNAY,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

H#i B ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
BNAyNa1[B]=NA
BNAy2<-BNAYS$PAA]
BNAyNa2=BNAy2
#BNAyNa2[B]=NA

BNAy<-cbind(BNAyNal,BNAyNa2)

fBNAB <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0O = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

## C ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
BNAyNal[C]=NA
BNAy2<-BNAY$PAA|
BNAyNa2=BNAy2
#BNAyNa2[C]=NA
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BNAy<-chind(BNAyNal,BNAyNa2)

fBNAC <- MTM(Y = BNAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

## D ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
BNAyNal[D]=NA
BNAy2<-BNAY$PAA|
BNAyNa2=BNAy?2
#BNAyNa2[D]=NA

BNAy<-cbind(BNAyNal,BNAyNa2)

fBNAD <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_ ")

1 E ##t
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1
BNAyNal[E]=NA
BNAY2<-BNAY$PAA]
BNAyNa2=BNAy2
#BNAyNa2[E]=NA

BNAy<-chind(BNAyNa1,BNAyNa2)

fBNAE <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

CorVCPNPA<Z-c(cor(fBNAASYHat[A,][,1],PNPA[A][,1]),
cor(fBNAB$YHat[B,][,1],PNPA[B,][,1]),
cor(fBNAC$YHat[C,][,1],PNPA[C,][,1]),
cor(fBNAD$YHat[D,][,1],PNPA[D,][,1]),
cor(fBNAES$YHat[E,][,1],PNPA[E.][,1]))

CorVCPNPA
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HHHHHH#HHA Validacion cruzada PA CON PN ##HHH#HHHHHIH

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

A HH
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
#BNAyNal[A]=NA
BNAy2<-BNAY$PAA]
BNAyNa2=BNAy2
BNAyNa2[A]=NA

BNAy<-chind(BNAyNal,BNAyNa2)

fBANA <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

H## B ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
#BNAyNa1[B]=NA
BNAY2<-BNAY$PAA]
BNAyNa2=BNAy2
BNAyNa2[B]=NA

BNAy<-cbind(BNAyNal,BNAyNa2)

fBANB <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_’)

# C ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1
#BNAyNal[C]=NA
BNAy2<-BNAYS$PAA]
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BNAyNa2=BNAy2
BNAyNa2[C]=NA

BNAy<-cbind(BNAyNal,BNAyNa2)

fBANC <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0O = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_')

## D ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1l
#BNAyNa1[D]=NA
BNAy2<-BNAY$PAA]
BNAyNa2=BNAy2
BNAyNa2[D]=NA

BNAy<-chind(BNAyNal,BNAyNa2)

fBAND <- MTM(Y = BNAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

H#i E ##
BNAy1<-BNAY$PNA|
BNAyNal=BNAy1
#BNAyNal[E]=NA

BNAy2<-BNAYS$PAA]
BNAyNa2=BNAy2
BNAyNa2[E]=NA

BNAy<-chind(BNAyNa1,BNAyNa2)

fBANE <- MTM(Y = BNAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

CorVCPAPN<-c(cor(fBANAS$YHat[A,][,2], PNPA[A,][,2]),
cor(fBANBS$YHat[B,][,2],PNPA[B,][,2]),
cor(fBANC$YHat[C ][,2],PNPA[C.][.2]),
cor(fBAND$YHat[D,][,2],PNPA[D,][,2]),
cor(fBANESYHat[E ][,2],PNPAIE.][,2]))

CorVCPAPN
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Apéndice 9. Codigo en R para analisis bivariado de PD y PA y su validacion
cruzada

rm(list=Is())
library(MTM)
library(BGLR)

#Cargar carpeta de trabajo
setwd("C:/Users/jevh_/Documents/Maestria/Genética/Analisis de
datos/Bivariados/BivPD_PA")

dir()

BDAY=read.csv(file="FenPD_PA.csv",header=TRUE)
PDPA<-cbind(BDAY$PDA],BDAY$PAA))

MatrizX<-load("C:/Users/jevh_/Documents/Maestria/Genética/Andlisis de
datos/Bivariados/BivPD_PA/Matriz X.RData")

#Genomic Relationship matrix

Z=scale (X, center=TRUE,scale=TRUE)
G=tcrossprod(Z)/ncol(Z)

dim(G)

ids <- as.character(BDAY$ID)
idsall<-colnames(G)
idsall<-rownames(G)
indice=idsall%in%ids
G1<-G[indice,]
G2<-Gl][,indice]

dim(G2)

rownames(G2)

###### Sin validacion

fBDA <- MTM(Y = PDPAK = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =

5,saveAt = 'ex1 ')

cor(fBDA$YHat,PDPA)

# Recuperando estimaciones

fBDA$YHat # predicitons

fBDA$resCov3$R # Matriz de covarianzas residual
fBDASK[[1]]$G # Matriz de covarianza genética
fBDASK][[1]]$U # Efectos aleatorios

cor(fBDA$YHat[,1],f BDA$YHat[,2])
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HHHHHH A Validacion cruzada PD CON PA  #H#HHH#HHIHHHE

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

1 A H#it
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
BDAyNal[A]=NA
BDAy2<-BDAY$PAA|
BDAyNa2=BDAy2
#BDAyNa2[A]=NA

BDAy<-cbind(BDAyNal,BDAyNa2)

fBDAA <- MTM(Y = BDAY,K = list(list(K = G2,CQOV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

H#i B ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
BDAyNal1[B]=NA
BDAy2<-BDAY$PAA]
BDAyNa2=BDAy?2
#BNAyNa2[B]=NA

BDAy<-cbind(BDAyNal,BDAyNa2)

fBDAB <- MTM(Y = BDAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0O = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

## C ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1l
BDAyNal[C]=NA
BDAy2<-BDAY$PAA|
BDAyNa2=BDAy2
#BDAyNa2[C]=NA
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BDAy<-chind(BDAyNal,BDAyNa2)

fBDAC <- MTM(Y = BDAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

## D ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1l
BDAyNal[D]=NA
BDAy2<-BDAYS$PAA]
BDAyNa2=BDAy?2
#BDAyNa2[D]=NA

BDAy<-cbind(BDAyNal,BDAyNa2)

fBDAD <- MTM(Y = BDAy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))).

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_ ")

1 E ##t
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
BDAyNal[E]=NA
BDAy2<-BDAY$PAA]
BDAyNa2=BDAy2
#BDAyNa2[E]=NA

BDAy<-chind(BDAyNa1,BDAyNa2)

fBDAE <- MTM(Y = BDAY,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

CorVCPDPA<Z-c(cor(fBDAASYHat[A,][,1],PDPA[A][,1]),
cor(fBDAB$YHat[B,][,1],PDPA[B,][,1]),
cor(fBDAC$YHat[C,][,1],PDPA[C,][,1]),
cor(fBDAD$YHat[D,][,1],PDPA[D,][,1]),
cor(fBDAE$YHat[E,][,1],PDPA[E.][,1]))

CorVCPDPA
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HitHHHH#HHA Validacion cruzada PA CON PD  ###HiHH#HIHHIHE

### Creacion de poblaciones de entrenamiento y prueba ###
Ind.sets=sample(rep(seq(1,5,by=1),19),95,replace=FALSE)
Ind.sets

A=which(Ind.sets==1)
B=which(Ind.sets==2)
C=which(Ind.sets==3)
D=which(Ind.sets==4)
E=which(Ind.sets==5)

sets<-Ind.sets

1 A H#it
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
#BNAyNal[A]=NA
BDAy2<-BDAY$PAA|
BDAyNa2=BDAy2
BDAyNa2[A]=NA

BDAy<-chind(BDAyNal,BDAyNa2)

fBADA <- MTM(Y = BDAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ")

H#i B ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
#BDAyNal[B]=NA
BDAy2<-BDAY$PAA]
BDAyNa2=BDAy2
BDAyNa2[B]=NA

BDAy<-chind(BDAyNa1,BDAyNa2)

fBADB <- MTM(Y = BDAY,K = list(list(K = G2,CQOV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

# C ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
#BDAyNal[C]=NA
BDAy2<-BDAY$PAA]
BDAyNa2=BDAy2
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BDAyNa2[C]=NA
BDAy<-cbind(BDAyNal,BDAyNa2)

fBADC <- MTM(Y = BDAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1_")

# D ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
#BDAyNal[D]=NA
BDAy2<-BDAY$PAA|
BDAyNa2=BDAy2
BDAyNa2[D]=NA

BDAy<-chind(BDAyNal,BDAyNa2)

fBADD <- MTM(Y = BDAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 =
diag(2)))),

resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

H## E ##
BDAy1<-BDAY$PDA|
BDAyNal=BDAy1
#BDAyNal[E]=NA
BDAy2<-BDAY$PAA]
BDAyNa2=BDAy?2
BDAyNa2[E]=NA

BDAy<-cbind(BDAyNal,BDAyNa2)

fBADE <- MTM(Y = BDAYy,K = list(list(K = G2,COV = list(type = 'UN',df0 = 4,S0 = diag(2)))),
resCov = list(type = 'UN',S0 = diag(2),df0 = 4),nlter = 10000,burnin = 500,thin =
5,saveAt = 'ex1 ')

CorVCPAPD<-c(cor(fBADASYHat[A,][,2], PDPAA,]L.2]),
cor(fBADBS$YHat[B,][,2],PDPA[B.][2]).
cor(fBADC$YHat[C,][,2],PDPA[C.],2]).
cor(fBADD$YHat[D,][,2],PDPA[D.][,2]),
cor(fBADESYHat[E,][,2],PDPA[E.][,2]))

CorVCPAPD
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